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ВВЕДЕНИЕ

Лабораторный  практикум посвящен моделированию основ-
ных видов нейронных сетей в пакете Neural Networks Toolbox си-
стемы MATLAB. Лабораторные работы предусматривают работы 
как с использованием стандартных инструментов с графическим 
инструментом, так и использование разработанной авторами би-
блиотеки программ. Каждая лабораторная работа содержит зада-
ния для самостоятельной работы.

Представлен также набор заданий для индивидуальной само-
стоятельной работы. Особенностью индивидуальных заданий 
является использование реальных данные по прикладным зада-
чам в области биологии, медицины, физики, техники, социоло-
гии, представленных в репозитории UCI (UCI Machine Learning 
Repository http://mlr.cs.umass.edu/ml/) университета г. Ирвайн (Ка-
лифорния, США).



6

1.	 ПЕРСЕПТРОНЫ

1.1.	Архитектура персептрона

Цель занятия – изучение принципов построения и обучения 
персептрона.

Персептрон – это однослойная нейронная сеть, построенная 
на основе модели МакКаллока ‑ Питса [1-3]. Структура нейро-
на персептрона в обозначениях пакета Neural Networks Toolbox 
(NNT) системы MATLAB имеет вид рис. 1.1. Следует отметить, 
что персептронами часто называют и многослойные сети. 

Рис. 1.1. Структура нейрона персептрона

В персептроне используется пороговая (ступенчатая) функция 
активации hardlim с жесткими ограничениями

	 	 (1.1)

Используется также симметричная ступенчатая функция акти-
вации с жесткими ограничениями hardlims

	 	 (1.2)
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Ступенчатые функции активации позволяют нейрону пер-
септрона осуществлять линейное разделение пространства вход-
ных сигналов на два класса. Поэтому персептрон используется 
для решения задач классификации. В случае двух входных сигна-
лов на выходе адаптивного сумматора имеем

	 11 1 12 2n w p w p b= + + .	 (1.3)

При использовании функции активации  разделяющая линия  
делит плоскость (x1, x2) на две области:

0, 0,
0, 1,

n a
n a

< =
≥ =

Например, для w11 = –1, w12 = 1, b = 1 уравнение разделяющей 
линии имеет вид рис. 1.2 

1 2 1n p p= − + + .

Рис. 1.2. Пример разделяющей линии

В полуплоскости, расположенной по направлению вектора ве-
сов w, выход нейрона равен 1. На разделительной линии выход 
равен 1. В полуплоскости, расположенной в направлении, про-
тивоположном направлению вектора w, выход равен 0. В трех-
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мерном случае границей раздела будет плоскость, в многомерном 
случае – гиперплоскость.

Задача классификации может быть решена с помощью един-
ственного нейрона только в том случае, если входные сигналы 
являются линейно разделимыми. Например, в случае двух вход-
ных сигналов персептрон не может реализовать функцию исклю-
чающего ИЛИ (XOR), описываемую таблицей 1.1.

Таблица 1.1. Таблица истинности для функции исключающего ИЛИ

x1 x2 y
0 0 0
0 1 1
1 0 1
1 1 0

В этом случае невозможно провести линию, разделяющую 
пространство данных на два подпространства, в одно из которых 
входили бы векторы (0,1) и (1,0), а в другое – векторы (0,0) и (1,1) 
см. рис. 1.3.

Рис. 1.3. К проблеме исключающего ИЛИ

Однослойная сеть – персептрон [2], построенная из рассмо-
тренных нейронов в обозначениях NNT в развернутом и укруп-
ненном виде представлена на рис. 1.4.
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Рис. 1.4. Структура персептрона

В такой сети каждый нейрон производит свое линейное разде-
ление входных векторов. Выход j-го нейрона равен 

( )
0

R

j j ji i
i

a f n f w p
=

 
= =  

 
∑ , 

где wji – вес i-го входа нейрона j, pi – i-й компонент входного век-
тора, nj – выход адаптивного сумматора j-го нейрона, f – функция 
активации  или .

Смещение формально рассматривается как единичный вход 
с весом wj0. Совокупность весовых коэффициентов сети можно 
представить в виде матрицы
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где wij – коэффициент связи между i-ым нейроном и j – входом.
Каждая строка матрицы представляет собой вектор-строку ве-

сов соответствующего нейрона. В матричной форме персептрон 
описывается выражением a = f(Wp), где a – вектор выхода сети, 
f – вектор-функция активации, p – вектор входов.

1.2.	Обучение персептрона 

Для обучения персептронов может быть применено несколько 
правил. Специально для обучения персептрона предложено пра-
вило обучения Ф. Розенблатта [1, 4]. 

Первоначально веса нейрона принимают нулевые значения 
или инициируются малыми случайными числами. При обучении 
одного нейрона без смещения возможны три ситуации.

Выход a нейрона равен целевому значению t (то есть тому зна-
чению, которое должно быть). Тогда ошибка равна e = t – a = 0 и 
вектор весов не должен изменяться; 

Целевое значение t = 1, а выход нейрона a = 0. Ошибка равна  
e = t – a = 1. В этом случае на выходе адаптивного сумматора форми-
руется отрицательная величина n = wp < 0 , где w = [w1 w2 ... wn] – век-
тор весов нейрона, p = [p1 p2 ... pn]T  – вектор входа. Выход адаптив-
ного сумматора необходимо скорректировать. Добавим к вектору 
весов w транспонированный вектор входа pT. Тогда выход адаптив-
ного сумматора изменится на положительную величину pTp: n =  
(w + pT)p = wp + pTp. После нескольких таких шагов выход адаптив-
ного сумматора станет неотрицательным и вектор входа будет клас-
сифицироваться правильно. Значения весов при этом изменятся;

Целевое значение t = 0, а выход нейрона a = 1. Ошибка равна 
e = t – a = –1. Выход адаптивного сумматора неотрицательный, 
а должен быть отрицательным. Вычтем из вектора весов транс-
понированный вектор входа. Тогда выход адаптивного сумматора 
изменится на отрицательную величину: n = (w – pT)p = wp – pTp. 
После нескольких циклов обучения выход адаптивного сумма-
тора станет отрицательным и вектор входа будет классифициро-
ваться правильно.
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Суммируя рассмотренные ситуации, можно сказать, что век-
тор весов должен корректироваться на величину Δw = epT, где  
e – ошибка выхода.

Рассматривая смещение как вес для единичного входа, полу-
чим Δw0 = e.

Тогда по правилу Розенблатта для i-го нейрона вектор-стро-
ка весов корректируется по формуле ( ) ( )1 Tk k

i i i ie−= +w w p , где ( )k
iw  

– вектор-строка весов i-го нейрона на k-ом цикле обучения; ei 
– ошибка нейрона, равная 0, 1 или -1; T

ip  – транспонированный 
вектор входов нейрона.

Известно [3], что персептрон, обучаемый по такому алгорит-
му, независимо от начального состояния весов и последователь-
ности появления примеров всегда придет к достижению решения 
за конечное число итераций.

В NNT системы MATLAB разделяют понятия обучения и 
адаптации. В процессе обучения при неизменных весах на вход 
сети подаются все обучающие примеры и вычисляется усреднен-
ная по всем весам ошибка сети. Величина ошибки используется 
для корректировки весов. Затем снова повторяется цикл обуче-
ния, пока ошибка не станет малой. Процедура предъявления сети 
всего набора обучающих данных называется эпохой (epoch). Та-
кой режим обучения в литературе часто называют пакетным. В 
процессе адаптации (последовательного режима обучения) в ка-
ждом проходе (passes) на вход подается один вектор, вычисляется 
ошибка и корректируются веса.

Известно [1], что последовательный режим обучения пер-
септрона сходится за конечное число циклов для любой задачи 
классификации с линейно разделяемыми входными векторами. В 
случае пакетного режима обучения такая сходимость не гаранти-
рована, поэтому для обучения персептрона применяют последо-
вательный  режим обучения. 
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1.3.	Создание персептрона1

Для создания персептрона используется функция net = 
perceptron, где net – имя сети. Эта функция создает пер-
септрон с функцией активации hardlim  и использует функцию 
обучения learnp, реализующую описанный в подразделе 1.2 ал-
горитм обучения. Можно создать персептрон с функцией актива-
ции hardlims  и функцией обучения learnpn, отличающейся 
от learnp тем, что  входной вектор нормируется делением на 
евклидову норму (см. систему помощи MATLAB). 

Параметры персептрона можно увидеть, задав команду
>> net
В объекте net можно увидеть параметры персептрона, на-

пример, веса входов:
>> inputweights=net.inputweights{1,1}

inputweights = 
Neural Network Weight
delays: 0         % задержка
initFcn: ‘initzero’% начальные значения весов
initSettings: (none)    
learn: true % индикатор настройки – веса на-
страиваются
learnFcn: ‘learnp’  % функция настройки 
learnParam: (none)    % параметры настройки от-
сутствуют
size: [0 0]     % размер матрицы весов
weightFcn: ‘dotprod’%функция взвешивания весов 
– скалярное 
%произведение
weightParam: (none)    % данные пользователя
userdata: (your custom info)
Русские комментарии добавлены для пояснения. Обратите 

внимание на нулевой размер матрицы весов. 
Информацию о смещениях можно увидеть следующим образом:

1 Здесь и далее используется система команд Neural Network Toolbox R2014a
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>> biases=net.biases{1}
biases = 
    Neural Network Bias
           initFcn: ‘initzero’
             learn: true
          learnFcn: ‘learnp’
        learnParam: (none)
              size: 0
          userdata: (your custom info)

Графическое изображение структуры можно просмотреть с 
помощью функции view(net) – рис. 1.5. На рис. 1.5 показаны ну-
левые массивы.

Рис. 1.5. Структура сети

Как мы убедились, функция perceptron создает объект с нулевы-
ми массивами. Функция обучения создаст необходимые массивы, но 
рекомендуется предварительно провести конфигурирование сети с 
помощью функции net = configure(net, P, T), где P – RxQ матрица из 
Q входных векторов R, T – SxQ матрица из Q целевых векторов.

Для дальнейшего моделирования работы персептрона соз-
дадим персептрон с одним нейроном с двумя входами. Зададим 
входной вектор

>> P=[1; 1];
Пусть для этого входного вектора целевое значение равно еди-

нице



14

>> T=1;
Построим сконфигурированную сеть
>> net1 = configure(net,P,T);
Просмотрим структуру сконфигурированной сети (рис. 1.6)
>> view(net1)

Рис. 1.6. Структура сконфигурированной сети

Теперь на структуре сети отображены реальные размеры мас-
сивов.

1.4.	Моделирование работы  персептрона

Промоделируем работу персептрона, задавая различные зна-
чения весов (мы пока не применяем обучения). Используем скон-
фигурированный в предыдущем разделе персептрон. По умолча-
нию веса и смещения равны нулю. Установим веса и смещения

>> net1.IW{1,1}=[-1 1];
>> net1.b{1}=[1];
Разделяющая линия при таких весах и смещении имеет вид

	 1 21 1 1 0p p− + + = .	 (1.4)

Моделируем сеть с входным вектором P=[1; 1]
>> a1=net1(P)
a1 = 1
Легко проверить, что согласно  при таком входном векторе на 
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выходе должна быть 1.
Задаем вход p1
>> P2=[1; -1];
и моделируем работу сети
>> a2=net1(P2)
a2 = 0
Таким образом, персептрон правильно классифицировал векторы.
Задав массивы векторов входа и целей, можно построить гра-

фик разделяющей линии. Определим векторы входов p3 и целей 
t3 в виде массивов:

>> p3=[1 1; 1 -1];
>> t3=[1 0];
Построим векторы p3 и t3 в виде маркеров различного типа
>> plotpv(p3, t3)
Результаты представлены на рис. 1.7.

Рис. 1.7. Результаты моделирования в виде маркеров
На графике отображаются только компоненты входного векто-

ра, которые относятся к разным классам (используются различ-
ные обозначения точек). Вектор целей используется для класси-
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фикации входных векторов. Результат классификации не зависит 
от значения весов и смещения, т.е. сеть может быть не обучена 
(убедитесь в этом, задав нулевые веса и смещения).

Если известны веса и смещение обученной сети (а мы зада-
ли правильные значения весов и смещений), то можно построить 
разделяющую линию в пространстве входов:

>> plotpc(net1.IW{1,1}, net1.b{1})
График разделяющей линии показан на рис. 1.8.

Рис. 1.8. График разделяющей линии

1.5.	Адаптация сети

Рассмотрим персептрон с двухэлементным вектором входа и 
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одним выходом. Решим задачу адаптации персептрона для следу-
ющего обучающего множества

1 1 2 2 3 3 4 1

0.5 0.5 0.3 0.1
, 1 , , 1 , , 0 , , 0

0.5 0.5 0.5 1.0
t t t t

 −   −     −        
= = = = = = = =              − −              

p p p p

где pi и ti, i = 1, 2, 3, 4 – соответственно, входной вектор и соответ-
ствующее целевое значение.

Для адаптации персептрона используется функция adapt, ко-
торая для персептрона имеет синтаксис

[net1,Y,E]=adapt(net,P,T).
Входные аргументы:
net – имя нейронной сети;
P – массив ячеек входных векторов обучающего множества;
T – массив ячеек целевых значений.
Выходные аргументы:
net1 – имя адаптированной сети;
Y – массив ячеек выходов сети для каждого обучающего при-

мера;
E – массив ячеек ошибок сети.
Функция adapt производит один проход процесса адаптации, 

т.е. настраивает веса поочередно, после однократной подачи каж-
дого входного вектора. Поэтому для обучения персептрона необ-
ходимо многократно повторять процесс адаптации, пока ошибка 
не станет нулевой. 

Программа adapt.m проводит адаптацию до тех пор, пока 
сумма квадратов ошибок (функция sse) не станет равной нулю. 
Для преобразования числовых массивов в массивы ячеек исполь-
зуется функция con2seq.

Программа adapt.m

% Обучение персептрона с двумя входами
clc   % Очистка командного окна
clear % Очистка рабочего пространства
P = [-0.5 -0.5 +0.3 -0.1; -0.5 +0.5 -0.5 

+1.0];
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T = [1 1 0 0];
net = perceptron; % Создание персептрона
net = configure(net,P,T); % Конфигурирование 

персептрона
PP = con2seq(P); % Преобразование числового 

массива в массив ячеек
TT = con2seq(T);
E=1; % начальное значение ошибки
k=0; % счетчик циклов обучения
disp(‘ПРОЦЕСС АДАПТАЦИИ СЕТИ’)
while(sse(E))  % пока среднеквадратическая 

ошибка не равна нулю
  k=k+1  
  [net,a,E]=adapt(net, PP, TT); % адаптация 

сети
  E
end
plotpv(P,T); % отображение векторов входов и 

целей в виде маркеров
plotpc(net.IW{1}, net.b{1}); % построение 

разделяющей линии
disp(‘РЕЗУЛЬТАТЫ АДАПТАЦИИ’)
disp(‘Веса’)
twts=net.IW{1} % веса
disp(‘Смещение’)
tbiase=net.b{1} % смещение
disp(‘Выход сети’)
a % выход сети
disp(‘Ошибка сети’)
E % ошибка сети
disp(‘Число циклов обучения сети’)
k % счетчик циклов обучения

Программа выводит вектор ошибки в каждом цикле адаптации 
и результаты адаптации:
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Процесс адаптации сети
k =
	 1
E =
	 [0]	 [0]	 [-1]	[0]
k =
	 2
E =
	 [1]	 [0]	 [0]	 [-1]
k =
	 3
E = 
	 [1]	 [1]	 [-1]	[0]
k =
    4
E = 
	 [0]	 [0]	 [0]	 [0]

Результаты адаптации
Веса
twts =
    -2.0000    -0.5000
Смещение
tbiase =
    0
Выход сети
a =
    [1]    [1]    [0]    [0]
Ошибка сети
E =
    [0]    [0]    [0]    [0]
Число циклов обучения сети
k =
    4
График разделяющей линии показан на рис. 1.9. 
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Рис. 1.9. График разделяющей линии

Рис. 1.9 подтверждает правильную работу персептрона.

1.6.	Задания

1. Проделайте все примеры, приведенные в работе.
2. Докажите правильность результатов работы программы 

adapt2.m.
3. Обучите разработанный нейрон на предложенном препода-

вателем варианте двухмерных данных и проверьте его работу на 
ряде контрольных точек. Обратите внимание на то, что некоторые 
варианты данных не являются линейно разделимыми. Ниже даны 
варианты различных обучающих выборок (масштабирующими 
значениями x1,m и x2,m необходимо задаться). 

2.	 МНОГОСЛОЙНЫЙ ПЕРСЕПТРОН
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Вариант 1 обучающих данных 

 
Вариант 2 обучающих данных 

 
Вариант 3 обучающих данных 

 
Вариант 4 обучающих данных 

 
Вариант 5 обучающих данных 

 
Вариант 6 обучающих данных 

 
Вариант 7 обучающих данных 

 
Вариант 8 обучающих данных 

 
Рис. 1.10. Варианты заданий Рис. 1.10. Варианты заданий
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2.1.	Архитектура многослойного персептрона 

Структура нейрона однонаправленной нейронной сети прямого 
распространения с сигмоидальными функциями активации (много-
слойного персептрона – Multilayer Perceptron) показана на рис. 2.1.

Рис. 2.1. Структура нейрона сети прямого распространения

В NNT реализованы четыре сигмоидальные функции актива-
ции (рис. 2.2): логистическая, гиперболический тангенс и линей-
ная (рис. 2.2) и softmax.

Рис. 2.2. Сигмоидальные функции активации
Структура однослойной сети прямого распространения 
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(Feedforward Network) показана на рис. 2.3. 

Рис. 2.3. Структура однослойной сети прямого распространения

Как правило, нейронные сети прямого распространения яв-
ляются многослойными. На рис. 2.4 представлен пример мно-
гослойной сети с линейным выходным слоем. Такая сеть удоб-
на для аппроксимации функций, так как выходной сигнал может 
принимать произвольные значения.

Рис. 2.4. Пример многослойной сети

Сети прямого распространения применяют для решения задач 
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классификации, например, распознавания образов, и аппрокси-
мации функций (подбора зависимостей – Fitting a Function).

2.2.	Распознавание образов

2.2.1. Использование Neural Network Pattern  
  Recognition Tool

В задаче распознавания образов входные образы представля-
ют собой векторы, компоненты которых являются признаками 
распознаваемых объектов. Признаки должны быть представле-
ны в виде чисел. Числовые признаки масштабируются. В случае 
бинарных признаков типа «истина» и «ложь» «ложь» кодируется 
как «-1» или «0», а «истина» – как «1». Для кодирования n не-
упорядоченных качественных переменных используется дво-
ичный вектор из n компонентов. Первая категория кодируется 
как [100...0], вторая, соответственно – [010...0] и т.д., вплоть до 
n-ой категории: [000...1]. (Можно использовать биполярную ко-
дировку, в которой нули заменяются на «-1»). Упорядоченные 
качественные переменные имеют отношение порядка между со-
стояниями. Однако кодирование их разными значениями одного 
входного сигнала неразумно из-за того, что расстояние между со-
стояниями не определено, а такое кодирование эти расстояния за-
дает явным образом. Поэтому, упорядоченные частные признаки 
рекомендуется кодировать в виде двоичных векторов, имеющих 
стольких компонентов, сколько состояний у переменной. Но, в 
отличие от неупорядоченных переменных, необходимо накапли-
вать число единичных компонентов. Например, если состояния 
качественной переменной упорядочены следующим образом: 

1 2 ... nc c c   , то состоянию c1 соответствует вектор [100...0], 
состоянию c2  соответствует вектор [110...0], состоянию cn соот-
ветствует вектор [111...1]. Таким образом, наличие качественных 
признаков приводит к появлению во входных векторах подвекто-
ров, построенных описанными способами.

Выходные векторы сети кодируются как неупорядоченные ка-
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чественные переменные. Если сеть разделяет входные векторы на 
два класса, то достаточно иметь один выход сети, принимающий 
значения «истина» или «ложь». 

Пакет Neural Networks Toolbox включает инструмент 
с графическим интерфейсом. Для запуска инструмента в команд-
ном окне задаем команду:

>> nnstart
В результате появляется стартовое окно (рис. 2.5)

Рис. 2.5. Стартовое окно

В окне выбираем кнопку Pattern Recognition app и по-
является окно приглашения (рис. 2.6). Можно сразу открыть окно 
приглашения, минуя стартовое окно, если задать команду 

>> nprtool 
Можно на вкладке APPS MATLAB выбрать кнопку  – 

Neural Net Pattern Recognition.
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Рис. 2.6. Окно приглашения

MATLAB приглашает создать двухслойную сеть прямого 
распространения с одним скрытым слоем и выходным слоем. В 
скрытом слое используется сигмоидальная функция активации, в 
выходном слое – функция softmax

i

j

n

i n

j

ea
e

=
∑

, 

где ai – выход i-го нейрона, ni – выход адаптивного сумматора i-го 
нейрона.

Суммирование ведется по всем нейронам слоя сети. Такая 
функция обеспечивает сумму выходов слоя, равную единице 
при любых значениях сигналов адаптивных сумматоров данного 
слоя. Это позволяет трактовать выход ai как вероятность событий, 
совокупность которых образует полную группу.
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В качестве алгоритма обучения используется метод обратного 
распространения ошибки на основе масштабируемого метода со-
пряженных градиентов. 

В окне приглашения нажимаем Next и открываем окно выбо-
ра данных Select Data (рис. 2.7).

Рис. 2.7. Окно выбора данных

Кнопки  позволяет выбрать файлы входных и целевых 
(выходных) данных для обучения. С помощью радиокнопок мож-
но выбрать являются ли образцы (Samples are) столбцами 
матрицы (Matrix columns) или строками матрицы (Matrix 
rows). Кнопка Load Example Data Set позволяет выбрать 
готовые демонстрационные примеры. Выбираем эту кнопку. От-
крывается окно выбора набора данных распознавания Pattern 
Recognition Data Set Chooser (рис. 2.8).
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Рис. 2.8. Окно выбора набора данных

При решении задачи классификации и распознавания образов 
доступны следующие наборы данных (все имеющиеся наборы 
данных можно просмотреть командой help nndatasets):

− Simple Classes – входной массив содержит 1000 двухэ-
лементных векторов, каждый из которых относится к одному из 
4 классов;

− Iris Flowers – распознавание сорта цветка ириса;
− Breast Cancer – классификация опухоли как доброкаче-

ственной либо злокачественной в зависимости от характеристик 
образцов биопсии;

− Types of Glass – классификация стекла либо как окон-
ного либо неоконного;

− Thyroid – классификация пациентов по состоянию щито-
видной железы;

− Wine Vintage – классификация вин трех винодельческих 
предприятий Италии на основе составляющих, найденных с по-
мощью химического анализа.
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В правой половине окна (Description) приводится опи-
сание каждого набора данных и источник, откуда взяты данные. 
Выберем задачу распознавания трех сортов цветов ириса (это из-
вестная в математической статистике задача “Ирисы Фишера”). 
Цветы будут распознаваться по следующим признакам:

− длина чашелистика в см;
− ширина чашелистика в см;
− лепестковая длина в см;
− лепестковая ширина в см.
Выбрав Iris Flowers, нажимаем кнопку Import. Проис-

ходит возврат в окно Select Data (рис. 2.7) и можно изменить 
выбор набора данных. Если не надо изменять набор, то нажимаем 
кнопку Next и переходим в окно Validation and Test Data 
window (рис. 2.9), которое определяет распределение набора дан-
ных между обучающим набором (Training), проверочным набо-
ром (Validation), которое используются, чтобы оценить обоб-
щающие свойства сети и остановить обучение, когда обобщение 
прекращает улучшаться и тестовым множеством (Testing), не 
оказывающим влияния на обучение, но служащим для проверки на 
данных, которые не использовались в обучении сети.

Рис. 2.9. Окно Validation and Test Data
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Оставим распределение данных без изменения и нажмем кноп-
ку Next. Попадаем в окно выбора архитектуры сети Network 
Architecture (рис. 2.10)

Рис. 2.10. Окно архитектуры сети

Стандартная сеть, которая используется для распознавания об-
разов, является сетью прямого распространения с двумя слоями и 
с сигмоидальной функцией активации в первом слое и softmax 
функцией в выходном слое. По умолчания число нейронов в 
скрытом слое равно 10 (это число можно изменить, задавая пара-
метр Number Hidden Neurons). Число нейронов выходного 
слоя равно в нашем примере трем, так как входные данные необ-
ходимо разделить на три категории.

Оставляем параметры сети без изменения и нажимаем кноп-
ку Next. В результате переходим к окну обучения сети Train 
Network (рис. 2.11).
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Рис. 2.11. Окно обучения сети

В данный момент в этом окне доступна только кнопка обуче-
ния Train, нажимаем ее и переходим в окно процесса обучения 
сети Neural Network Training (рис. 2.12). Одновременно 
появляется окно обучения сети (рис. 2.13), позволяющее повто-
рить обучение сети и вывести некоторые графики.

Во вновь появившемся окне обучения (рис. 2.13) выводятся 
результаты обучения: для обучающего, проверочного и тестово-
го множеств выводятся минимальные значения кросс-энтропии 
(CE) и процент ошибок – доля неправильно классифицированных 
примеров. Из этого окна можно вывести графики, характеризу-
ющие качество обучения. Можно повторить обучение (кнопка 
Retrain),

По кнопке Performance окна процесса обучения можно 
увидеть график обучения сети (рис. 2.14), показывающий пове-
дение ошибки обучения на обучающем, контрольном и тестовом 
множествах. В качестве функционала ошибки в этом случае ис-
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Рис. 2.12. Окно процесса обучения сети

Рис. 2.13. Вид окно обучения сети 
после завершения обучения
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пользуется кросс-энтропия (перекрестная энтропия). Ошибка 
всех выходов сети по всему набору обучающих примеров тогда 
будет иметь вид

( ) ( )

1 1
ln

Q n
q q

i i
q i

E t y
= =

= −∑∑ , 

где ( )q
it  – требуемое (целевое) значение выхода i сети при подаче 

примера q, ( )q
iy  – реальное значение выхода i сети при подаче при-

мера q, n – число выходов сети, Q – число примеров в обучающей 
выборке.

Рис. 2.14. График обучения сети распознавания

Графики состояния обучения (Training State) (рис. 2.15) 
показывают изменение градиента функционала ошибки и вели-
чины ошибки на проверочном множестве в процессе обучения.
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Рис. 2.15. Графики состояния обучения

Гистограмма ошибок (Error Histogram), построенная для 
20 столбцов, (рис. 2.16) показывает, что ошибки имеют неболь-
шую величину и распределены в узком интервале.

Рис. 2.16. Гистограмма ошибок
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Матрица несоответствий (ошибок) сети (Confusion) (рис. 
2.17) – матрицы, в которой для каждого класса наблюдений приво-
дятся результаты отнесения наблюдений к тому или иному классу. 
Английское название (confusion – путаница) возникло потому, 
что матрица позволяет видеть, путает ли классификатор классы. 
Столбцы матрицы соответствуют предсказанным классам, а стро-
ки – фактическим классам. Матрицы несоответствия построены 
для трех множеств данных: обучающего множества (Training 
Set), контрольного множества (Validation Set), тестового 
множества (Test Set) и суммарного множества, состоящего 
из этих трех множеств. Рассмотрим Training Confusion 
Matrix (рис. 2.17). 37 объекта первого типа (35,6% от общего 
объема обучающей выборки) были распознаны как объекты пер-
вого типа. Как объекты второго или третьего типа данные объ-
екты не распознавались. Процент правильно распознанных объ-
ектов первого типа равен 100%, ошибка распознавания объектов 
второго типа равна 0,0%.

Рис. 2.17. Матрица несоответствий (ошибок) сети
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Аналогично ошибка распознавания объектов второго типа со-
ставила 3,3%, объектов третьего типа – 2,7%. Последняя строка 
матрицы показывает, что из всех объектов, классифицированных 
как объекты первого класса, 100% составляют объекты первого 
класса. Ошибка классификации объектов второго класса состави-
ла 3,3%, третьего класса – 2,7%. В целом неправильно классифи-
цировано 1,9% объектов. Суммарная матрица (All) показывает 
ошибки распознавания на всех трех множествах.

Показателем качества классификаторов являются характе-
ристические кривые обнаружения (Receiver Operating 
Characteristic – ROC) (рис. 2.18). 

Рис. 2.18. Характеристические кривые обнаружения
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Нейросетевой классификатор относит выход сети к одному из 
классов в зависимости от того, превышает выходной сигнал неко-
торое пороговое значение – точку отсечения (Cut-Off Point) 
– порогового значения, разделяющего классы [5].

Чтобы построить ROC-кривую, нужно изменять порог отсе-
чения в интервале от 0 (или от -1) до 1 с заданным шагом. Для 
каждого класса классификатора с некоторым шагом изменяются 
пороговые значения. Для каждого порогового значения вычис-
ляются два значения: доля истинно положительных примеров 
(True Positives Rate — TPR) – количество выходов, боль-
ших или равных порогу, разделенное на количество единичных 
целевых значений (подразумевается, что целевые значения коди-
руются нулем и единицей); доля ложно положительных примеров 
(False Positives Rate – FPR) – количество выходов, 
меньших, чем порог, разделенное на количество нулевых целевых 
значений. Строится график зависимости TPR от FPR при разных 
значениях порога. График часто дополняют прямой y x= , кото-
рая соответствует «бесполезному» классификатору, когда резуль-
тат получается случайным угадыванием.

Для идеального классификатора график ROC-кривой прохо-
дит через верхний левый угол, где доля истинно положительных 
случаев составляет 100% или 1.0 (идеальная чувствительность), 
а доля ложно положительных примеров равна нулю. Поэтому чем 
ближе кривая к верхнему левому углу, тем выше предсказатель-
ная способность модели. Наоборот, чем меньше изгиб кривой и 
чем ближе она расположена к диагональной прямой, тем менее 
эффективна модель. Для нашего примера классификатор практи-
чески идеален.

При неудовлетворительных показателях классификатора мож-
но повторно обучить сеть – кнопка Retrain в окне обучения 
сети после завершения обучения (рис. 2.13).

При удовлетворительных результатах можно перейти к оценке 
сети, нажав кнопку Next в окне обучения сети после завершения 
обучения (рис. 2.13). Появляется окно оценки сети (Evaluate 
Network) (рис. 2.19).
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Рис. 2.19. Окно оценки сети

Левая часть окна предлагает повторить для улучшения про-
изводительности (Iterate for improved performance):

− обучение (кнопка Train Again);
− увеличить размер сети – по кнопке Adjust Network 

Size происходит переход к окну (рис. 2.10);
− использовать больший набор данных – по кнопке Import 

Larger Data Set происходит переход к окну выбора данных 
(рис. 2.8).

В правой части окна предлагается провести дополнительные 
испытания (Optionally perform additonal tests), вы-
брав входные и целевые значения.

Для завершения работы с сетью нажимаем на кнопку Next и 
переходим в окно развертывания Deploy Solution (размеще-
ния) решения (рис. 2.20).
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Рис. 2.20. Окно развертывания решения

В этом окне можно сгенерировать функции для MATLAB 
Compiler, позволяющего создавать независимые приложения (.exe), 
компоненты и библиотеки (.dll), и для MATLAB Builder – пакетов, 
расширяющих возможности MATLAB Compiler средствами гене-
рации компонентов различных фреймворков, например, Microsoft 
.NET Framework. Возможна генерация функции для MATLAB 
Coder, генерирующего автономный C и C++ код из кода MATLAB. 
Возможно моделирование сети в системе Simulink и генерация гра-
фической диаграммы сети как в окне архитектуры сети (рис. 2.10).

В последнем окне – окне сохранения результатов (рис. 2.21) 
можно сохранить результаты, сгенерировать программу, воспро-
изводящую создание сети, сгенерировать диаграмму сети и диа-
грамму сети в пакете Simulink.

Нажав кнопку Simple Script или Advanced Script 
можно сгенерировать простой или усовершенствованный код 
MATLAB, воспроизводящий действия Neural Network 
Pattern Recognition Tool. Усовершенствованный код 
отличается более детальным заданием параметров функций. В 
простом коде многие параметры устанавливаются по умолчанию.
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Рис. 2.21. Окно сохранения результатов

Можно сохранить отмеченные результаты в рабочем про-
странстве MATLAB. При этом рекомендуется заменить имена, 
присваемые по умолчанию, на свои имена.

Для завершения работы с пакетом Neural Networks 
Toolbox необходимо нажать кнопку Finish в окне сохранения 
результатов.

2.2.2. Задания

1. Проделайте все примеры, приведенные в работе.
2. Решите задачу распознавания образов для одного из ука-

занных преподавателем тестовых наборов данных, имеющихся в 
MATLAB. Проанализируйте полученные результаты.

3. Исследуйте влияние структуры сети на точность распозна-
вания и число циклов обучения.
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2.2.3. Использование команд

Сгенерированные в окне сохранения результатов (рис. 2.21) 
простой код (Simple Script) и усовершенствованный код 
(Advanced Script) сохранены в библиотеке Samples при-
меров лабораторного практикума под именами recognition_
simple.m и recognition_advanced.m. Программа 
recognition_simple_rus.m содержит переведенные на 
русский язык комментарии и необходимые дополнения (сгенери-
рованная программа recognition_simple.m требует предва-
рительной загрузки исходных данных):

% Решение задачи распознавания образов с по-
мощью нейронной сети

% Скрипт сгенерирован NPRTOOL
% С некоторыми добавлениями
% Created Sun Dec 01 23:52:39 GMT+04:00 2013
%
% Этот сценарий предполагает, эти переменные 

определены:
%
%   irisInputs - входные данные.
%   irisTargets - целевые данные.
%x = irisInputs;
%t = irisTargets;
% Добавлены закрытия окон и очистка
close all
clc
clear
 
% Вызов функции загрузки исходных данных
% В сгенерированной программе отсутствует, 

т.к. предполагается, что
% данные уже помещены в рабочее пространство
[x,t] = iris_dataset;
% Создание сети распознавания образов
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hiddenLayerSize = 10; % Размер скрытого слоя
% Создание сети net
net = patternnet(hiddenLayerSize);
% Настройка деления данных на обучающие, про-

верочные и тестовые
net.divideParam.trainRatio = 70/100; % Обу-

чающие данные
net.divideParam.valRatio = 15/100; % Прове-

рочные данные
net.divideParam.testRatio = 15/100; % Тесто-

вые данные
% Обучение сети
[net,tr] = train(net,x,t);
% Тестирование сети
y = net(x);
e = gsubtract(t,y);% Вычисление матрицы оши-

бок
% Преобразование компонентов целевых векторов 

в номера классов
tind = vec2ind(t);
% Преобразование компонентов выходных векто-

ров в номера классов
yind = vec2ind(y);
% Вычисление ошибки сети как отношения числа 

выходных значений, не совпавших
% с целевыми значениями,к общему числу (функ-

ция numel) целевых значений
percentErrors = sum(tind ~= yind)/numel(tind);
% % Вычисление достигнутой среднеквадратиче-

ской ошибки
performance = perform(net,t,y)
% Вывод структуры сети
view(net)
% Графики
% Раскомментируйте строки, чтобы включит раз-

личные графики
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% Графики могут быть построены из окна обу-
чения сети

% График обучени сети
figure, plotperform(tr)
% График состояния обучения
figure, plottrainstate(tr)
% Вывод матрицы несоответствий
figure, plotconfusion(t,y)
% График ROC -кривой
figure, plotroc(t,y)
% Вывод гистограммы ошибок 
figure, ploterrhist(e)

В программе net1_simple_rus.m добавлен вызов функ-
ции загрузки исходных данных [x,t]=iris_dataset; В 
сгенерированной программе этот вызов отсутствует, т.к. пред-
полагается, что все исходные данные уже загружены в рабочее 
пространство.

Сеть распознавания образов создается функцией patternnet, 
обращение к которой имеет вид

net=patternnet(hiddenSizes,trainFcn,performF
cn),

где net – имя создаваемой сети; hiddenSizes – вектор‑стро-
ка, содержащая число нейронов в каждом из N скрытых слоев 
(первый слой считается скрытым, функция создает сеть из N + 
1 слоя, считая выходной слой, в нашем примере сеть содержит 
только один скрытый слой); trainFcn – функция обучения в ме-
тоде обратного распространения ошибки; performFcn – функ-
ция критерия качества обучения.

Функцию можно вызывать с меньшим числом параметров 
(можно опустить все параметры). В этом случае используются 
значения по умолчанию

net=patternnet(10, ‘trainscg’, ‘crossentropy’)
Здесь trainscg – модификация метода сопряженных гради-

ентов; crossentropy – функция ошибки в форме перекрёст-
ной энтропии.
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При использовании в качестве функции ошибки перекрёстной 
энтропии [6, 7], минимизируется не среднеквадратичная функция 
ошибки сети (MSE), а перекрестная энтропия
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где ti – целевое (требуемое) значение выхода сети, yi – реальный 
выход сети.

Использование перекрестной энтропии обеспечивает боль-
шую скорость обучения сети.

Сгенерированная программа net1_advanced.m имеет вид:

% Solve a Pattern Recognition Problem with a 
Neural Network

% Script generated by NPRTOOL
% Created Sun Dec 01 23:54:26 GMT+04:00 2013
%
% This script assumes these variables are 

defined:
%
%   irisInputs - input data.
%   irisTargets - target data.

x = irisInputs;
t = irisTargets;

% Create a Pattern Recognition Network
hiddenLayerSize = 10;
net = patternnet(hiddenLayerSize);

% Choose Input and Output Pre/Post-Processing 
Functions

% For a list of all processing functions type: 
help nnprocess

net.input.processFcns = {‘removeconstantrows
’,’mapminmax’};
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net.output.processFcns = {‘removeconstantrow
s’,’mapminmax’};

% Setup Division of Data for Training, 
Validation, Testing

% For a list of all data division functions 
type: help nndivide

net.divideFcn = ‘dividerand’;  % Divide data 
randomly

net.divideMode = ‘sample’;  % Divide up every 
sample

net.divideParam.trainRatio = 70/100;
net.divideParam.valRatio = 15/100;
net.divideParam.testRatio = 15/100;

% For help on training function ‘trainscg’ 
type: help trainscg

% For a list of all training functions type: 
help nntrain

net.trainFcn = ‘trainscg’;  % Scaled conjugate 
gradient

% Choose a Performance Function
% For a list of all performance functions 

type: help nnperformance
net.performFcn = ‘crossentropy’;  % Cross-

entropy

% Choose Plot Functions
% For a list of all plot functions type: help 

nnplot
net.plotFcns = {‘plotperform’,’plottrainstat

e’,’ploterrhist’, ...
‘plotregression’, ‘plotfit’};

% Train the Network
[net,tr] = train(net,x,t);



46

% Test the Network
y = net(x);
e = gsubtract(t,y);
tind = vec2ind(t);
yind = vec2ind(y);
percentErrors = sum(tind ~= yind)/numel(tind);
performance = perform(net,t,y)

% Recalculate Training, Validation and Test 
Performance

trainTargets = t .* tr.trainMask{1};
valTargets = t  .* tr.valMask{1};
testTargets = t  .* tr.testMask{1};
trainPerformance = perform(net,trainTargets,y)
valPerformance = perform(net,valTargets,y)
testPerformance = perform(net,testTargets,y)

% View the Network
view(net)

% Plots
% Uncomment these lines to enable various 

plots.
%figure, plotperform(tr)
%figure, plottrainstate(tr)
%figure, plotconfusion(t,y)
%figure, plotroc(t,y)
%figure, ploterrhist(e)

% Deployment
% Change the (false) values to (true) to 

enable the following code blocks.
if (false)
  % Generate MATLAB function for neural network 

for application deployment
  % in MATLAB scripts or with MATLAB Compiler 

and Builder tools, or simply
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  % to examine the calculations your trained 
neural network performs.

  genFunction(net,’myNeuralNetworkFunction’);
  y = myNeuralNetworkFunction(x);
end
if (false)
  % Generate a matrix-only MATLAB function 

for neural network code
  % generation with MATLAB Coder tools.
  genFunction(net,’myNeuralNetworkFunction’,

’MatrixOnly’,’yes’);
  y = myNeuralNetworkFunction(x);
end
if (false)
  % Generate a Simulink diagram for simulation 

or deployment with.
  % Simulink Coder tools.
  gensim(net);
end

Программа также требует загрузки исходных данных. В про-
грамме явно задаются параметры сети. Обратите внимание на ис-
пользование функций пред- и постобработки. Этими функциями 
являются:

fixunknowns – заполняет пропуски данных средними значе-
ниями.

mapminmax – масштабирует данные к диапазону [-1, +1].
mapstd – преобразование данных каждой строки матрицы к 

нулевому  среднему значению и единичному стандартному от-
клонению.

processpca – вычисление главных компонент строк матриц.
removeconstantrows – удаление строк, содержащих по-

стоянные значения.
removerows – удаление строк матриц с заданными индексами.
Чтобы посмотреть и изменить функции предобработки слоя i 

используйте свойства входов i-го слоя сети
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net.inputs{i}.processFcns
Чтобы посмотреть и изменить функции постдобработки слоя  i 

используйте свойства выходов i-го слоя сети 
net.outputs{i}.processParams
Для многослойных сетей заданные по умолчанию функции об-

работки ввода – removeconstantrows и mapminmax. Для вы-
ходов сети значения по умолчанию также removeconstantrows 
и mapminmax. В большинстве случаев нет необходимости ис-
пользовать непосредственно функции пред-и постобработки, так 
как они являются частью объекта “Нейронная сеть” и выполня-
ются автоматически.

В программе net1_advanced.m также присутствует генера-
ция функций для MATLAB Builder и Coder.

2.2.4. Задания

1. Модифицируйте сгенерированную программу для решения 
задачи распознавания образов для одного из указанных препода-
вателем тестовых наборов данных, имеющихся в MATLAB. Про-
анализируйте полученные результаты.

2. Исследуйте влияние структуры сети и алгоритмов обучения 
на точность распознавания и число циклов обучения.

2.2.5. Распознавание букв латинского алфавита

Требуется создать нейронную сеть для распознавания 26 букв 
латинского алфавита [1]. Будем считать, что имеется система счи-
тывания символов, которая каждый символ представляет в виде 
матрицы 5 × 7. Например, символ A может быть представлен, как 
показано на рис. 2.22.
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Рис. 2.22. Представление символа

Реальная система считывания символов работает не идеально, 
а сами символы отличаются по начертанию. Поэтому, например, 
для символа A единицы могут располагаться не в тех клетках, как 
показано на рис. 2.22. Кроме того, вне контура символа могут воз-
никать ненулевые значения. Клетки, соответствующие контуру 
символа, могут содержать значения, отличные от 1. Будем назы-
вать все искажения шумом. 

В MATLAB имеется функция prprob, возвращающая матри-
цу 35 ×26, каждый столбец которой представляет записанную в 
виде вектора матрицу 7 × 5, описывающую соответствующую 
букву (первый столбец описывает букву A, второй – букву B и 
т.д.). Функция prprob возвращает также целевую матрицу раз-
мером 26 × 26, каждый столбец которой содержит одну единицу в 
строке, соответствующей номеру буквы при нулевых остальных 
элементах столбца. Например, первый столбец, соответствую-
щий букве A, содержит 1 в первой строке.

Пример. Определим шаблон для буквы A (программа 
Template_A.m).

% Пример формирования шаблона для буквы A
[alphabet, target] = prprob;
i=1; % номер буквы A
v=alphabet(:,i); % вектор, соответствующий 

букве A
template=reshape(v, 5,7)’;
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template
plotchar(v);

Кроме уже описанной функции prprob в программе исполь-
зованы функции reshape, которая формирует матрицу 5 × 7, а 
после транспонирования – 7 × 5 (убедитесь, что невозможно сра-
зу сформировать матрицу 7 × 5), и функция plotchar, которая 
рисует 35 элементов вектора в виде решетки 7 × 5. После выпол-
нения программы Template_A.m получим матрицу template 
и шаблон буквы A, как показано на рис. 2.23.

Рис. 2.23. Сформированный шаблон буквы A

Для распознавания букв латинского алфавита необходимо по-
строить нейронную сеть с 35 входами и 26 нейронами в выходном 
слое. Примем число нейронов скрытого слоя равным 10 (такое 
число нейронов выбрано экспериментально). Если при обучении 
возникнут затруднения, то можно увеличить количество нейро-
нов этого уровня. 

Сеть распознавания образов строится функцией patternnet. 
Обратите внимание, что при создании сети не задается число ней-
ронов входного и выходного слоев. Эти параметры неявно зада-
ются при обучении сети. 

Рассмотрим программу распознавания букв латинского алфа-
вита Char_recognition.m 

% Программа распознавания букв латинского ал-
фавита

clc
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clear all
close all
 
[alphabet, targets] = prprob; % Формирование 

входных и целевых векторов
[R,Q]=size(alphabet);
[S2,Q]=size(targets);
 
% Создание сети
net=patternnet;
 
% Обучение сети в отсутствие шума
P = alphabet;
T = targets;
[net,tr] = train(net,P,T);
disp(‘Обучение сети в отсутствие шума завер-

шено. Нажмите Enter’);
pause;
 
% Обучение в присутствии шума
netn = net; % сохранение обученной сети
T = [targets targets targets targets];
for pass = 1:10
    P = [alphabet, alphabet, ...
    (alphabet + randn(R,Q)*0.1), ...
    (alphabet + randn(R,Q)*0.2)];
    [netn,tr] = train(netn,P,T);
end
disp(‘Обучение сети в присутствии шума завер-

шено. Нажмите Enter’);
pause;
 
% Повторное обучение в отсутствии шума
[netn,tr] = train(netn,P,T);
disp(‘Повторное обучение сети в отсутствии 

шума завершено. Нажмите Enter’);
pause;
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% Тестирование сети
noise_rage=0:0.05:0.5; % Массив уровней шума 

(стандартных отклонений шума
max_test=10;
network1=[];
network2=[];
T=targets;
 
% Выполнение теста для каждого уровня шума
for noiselevel=noise_rage
    errors1=0;
    errors2=0;
    
    for i=1:max_test
        P=alphabet+randn(35, 26)*noiselevel;
        
        % Тест для сети 1
        A=net(P);
        AA=compet(A);
        errors1=errors1+sum(sum(abs(AA-T)))/2;
        
        % Тест для сети 2
        An=netn(P);
        AAn=compet(An);
        errors2=errors2+sum(sum(abs(AAn-T)))/2;
    end
 
% Средние значения ошибок (max_test последо-

вательностей из 26 векторов целей)
network1=[network1 errors1/26/max_test];
network2=[network2 errors2/26/max_test];
end
plot(noise_rage, network1*100, noise_rage, 

network2*100);
grid on;
title(‘Погрешность сети’);
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xlabel(‘Уровень шума’);
ylabel(‘Процент ошибки’);
legend(‘Идеальные входные векторы’,’Зашум-

ленные входные векторы’);
disp(‘Тестирование завершено’);

Оператор [alphabet, targets]=prprob; формируют 
массив векторов входа alphabet размера 35 × 26 с шаблонами 
символов алфавита и массив целевых векторов targets.

Сеть создается оператором net=patternnet. Примем пара-
метры сети по умолчанию. Обучение сети производится сначала 
в отсутствии шума. Затем сеть обучается на 10 наборах идеаль-
ных и зашумленных векторов. Два набора идеальных векторов 
используются, чтобы сеть сохранила способность классифици-
ровать идеальные векторы (без шума). После обучения сеть «за-
была», как классифицировать некоторые векторы, свободные от 
шума. Поэтому сеть следует снова обучить на идеальных векто-
рах.

Следующий фрагмент программы производит обучение в от-
сутствие шума:

% Обучение сети в отсутствие шума
P = alphabet;
T = targets;
[net,tr] = train(net,P,T);
disp(‘Обучение сети в отсутствие шума завер-

шено. Нажмите Enter’);
pause;

Обучение в присутствии шума проводится с применением 
двух идеальных и двух зашумленных копий входных векторов. 
Шум имитировался псевдослучайными нормально распределен-
ными числами с нулевым средним значением и стандартным от-
клонением 0.1 и 0.2. Обучение в присутствии шума производит 
следующий фрагмент программы:
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% Обучение в присутствии шума
netn = net; % сохранение обученной сети
T = [targets targets targets targets];
for pass = 1:10
    P = [alphabet, alphabet, ...
    (alphabet + randn(R,Q)*0.1), ...
    (alphabet + randn(R,Q)*0.2)];
    [netn,tr] = train(netn,P,T);
end
disp(‘Обучение сети в присутствии шума завер-

шено. Нажмите Enter’);
pause;

Поскольку сеть обучалась в присутствии шума, то имеет смысл 
повторить обучение без шума, чтобы гарантировать правильную 
классификацию идеальных векторов:

% Повторное обучение в отсутствии шума
[netn,tr] = train(netn,P,T);
disp(‘Повторное обучение сети в отсутствии 

шума завершено. Нажмите Enter’);
pause;

Тестирование сети проводилось для двух структур сети: сети 
1, обученной на идеальных векторах, и сети 2, обученной на за-
шумленных последовательностях. Шум со средним значением 0 
и стандартным отклонением от 0 до 0.5 с шагом 0.05 добавлялся 
к векторам входа. Для каждого уровня шума формировалось 10 
зашумленных векторов для каждого символа, и вычислялся вы-
ход сети (желательно увеличить число зашумленных векторов, 
но это заметно увеличит время работы программы). Сеть обу-
чается так, чтобы сформировать единицу в единственном эле-
менте выходного вектора, позиция которого соответствует но-
меру распознанной буквы, и заполнить остальную часть вектора 
нулями. Никогда на выходе сети не будет формировать вектор 
выхода, состоящий точно из 1 и 0. Поэтому в условиях действия 
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шумов выходной вектор обрабатывается функцией compet, 
которая преобразует выходной вектор так, что самый большой 
выходной сигнал получает значение 1, а все другие выходные 
сигналы получают значение 0.

Соответствующий фрагмент программы имеет вид:

% Выполнение теста для каждого уровня шума
for noiselevel=noise_rage
    errors1=0;
    errors2=0;
    
    for i=1:max_test
        P=alphabet+randn(35, 26)*noiselevel;
        
        % Тест для сети 1
        A=net(P);
        AA=compet(A);
        errors1=errors1+sum(sum(abs(AA-T)))/2;
        
        % Тест для сети 2
        An=netn(P);
        AAn=compet(An);
        errors2=errors2+sum(sum(abs(AAn-T)))/2;
    end
 
% Средние значения ошибок (max_test последо-

вательностей из 26 векторов целей)
network1=[network1 errors1/26/max_test];
network2=[network2 errors2/26/max_test];
end
plot(noise_rage, network1*100, noise_rage, 

network2*100);
grid on;
title(‘Погрешность сети’);
xlabel(‘Уровень шума’);
ylabel(‘Процент ошибки’);
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legend(‘Идеальные входные векторы’,’Зашум-
ленные входные векторы’);

disp(‘Тестирование завершено’);

При вычислении погрешности распознавания, например, err
ors1=errors1+sum(sum(abs(AA-T)))/2, учтено, что при 
неправильном распознавании не совпадают два элемента выход-
ного вектора и вектора цели, поэтому при подсчете погрешности 
производится деление на 2. Сумма sum(abs(AA-T)) вычис-
ляет число не совпавших элементов для одного примера. Сумма 
sum(sum(abs(AA-T))) вычисляет число не совпавших эле-
ментов по всем примерам. 

Графики погрешности распознавания сетью, обученной на 
идеальных входных векторах, и сетью, обученной на зашумлен-
ных векторах, представлены на рис. 2.24. Из рис. 2.24 видно, 
что сеть, обученная на зашумленных образах, дает небольшую 
погрешность, а на идеальных входных векторах сеть обучить не 
удалось.

Рис. 2.24. Погрешности сети в зависимости от уровня шума
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Проверим работу обученной сети (в рабочем пространстве 
MATLAB должна присутствовать обученная сеть). Программа 
Recognition_J.m формирует зашумленный вектор для буквы 
J и распознает букву. Функция randn формирует псевдослучай-
ное число, распределенное по нормальному закону с нулевым 
математическим ожиданием и единичным среднеквадратичным 
отклонением. Случайное число с математическим ожиданием m 
и среднеквадратическим отклонением d получается по формуле 
m+randn*d (в программе m=0, d=0.2).

noisyJ = alphabet(:,10)+randn(35,1) * 0.2;
plotchar(noisyJ);
disp(‘Зашумленный символ. Нажмите Enter’);
pause;
A2 = netn(noisyJ);
A2 = compet(A2);
ns = find(A2 == 1);
disp(‘Распознан символ’);
ns
plotchar(alphabet(:,ns));

Программа выводит номер распознанной буквы, зашумленный 
шаблон буквы (рис. 2.25) и шаблон распознанной буквы (2.26).

Рис. 2.25. Зашумленный  
шаблон буквы

Рис. 2.26. Шаблон  
распознанной буквы
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Таким образом, рассмотренные программы демонстрируют прин-
ципы распознавания изображений с помощью нейронных сетей. Об-
учение сети на различных наборах зашумленных данных позволило 
обучить сеть работать с изображениями, искаженными шумами.

2.2.6. Задания

1. Проделайте все приведенные примеры.
2. Испытайте распознавание различных букв.
3. Исследуйте влияние шума в программах на точность рас-

познавания символов.

2.3.	Аппроксимация функций

2.3.1. Использование Neural Network Fitting Tool

В задаче приближения функций1 (Fitting Functions) из-
вестны значения функции в некоторых точках (узлах интерполя-
ции)

( ) [ ], , , 0,1, 2, ...,i i iy f x x a b i n= ∈ =  

Необходимо построить нейронную сеть, позволяющую нахо-
дить значение функции в произвольной точке [ ],x a b∈ . При этом 
знание аналитического выражения для функции не является обя-
зательным.

Работа с графическим инструментом аналогична работе при 
решении задач классификации и распознавания образов. Для 
запуска графического инструмента пакета Neural Networks 
Toolbox [8] в командном окне задаем команду:

>> nnstart
В появившемся стартовом окне (рис. 2.27) выбираем кнопку 

Fitting app (Приложение приближения функций) и появляет-

1 В русской литературе обычно используется термин “аппроксимация”.
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ся окно приглашения 2.28. Можно сразу открыть окно приглаше-
ния, минуя стартовое окно, если задать команду 

>> nftool
Можно на вкладке APPS MATLAB выбрать кнопку  – 

Neural Net Fitting.

Рис. 2.27. Стартовое окно

В окне приглашения указывается, что будет использована 
двухслойная однонаправленная сеть с сигмоидальной функцией 
активации нейронов скрытого слоя нейронов и линейной функ-
цией активации нейронов выходного слоя (создается функцией 
fitnet). Такая сеть позволяет сколь угодно точно решать задачи 
многомерной аппроксимации при условии согласованности дан-
ных и достаточном количестве нейронов в скрытом слое. Сеть 
будет обучаться методом обратного распространения ошибки 
с использование алгоритма Левенберга-Марквардта (функция 
trainlm). В случае недостаточного объема памяти будет ис-
пользоваться масштабируемый алгоритм сопряженных градиен-
тов (функция trainscg).
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Рис. 2.28. Окно приглашения

В окне приглашения нажимаем Next и открываем окно выбо-
ра данных Select Data window (рис. 2.29).

Рис. 2.29. Окно выбора данных
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Кнопки  позволяет выбрать файлы входных и целевых 
(выходных) данных для обучения. С помощью радио кнопок 
можно выбрать являются ли образцы (Samples are) столбцами 
матрицы (Matrix columns) или строками матрицы (Matrix 
rows). Кнопка Load Example Data Set позволяет выбрать 
готовые демонстрационные примеры. Выбираем эту кнопку. От-
крывается окно выбора набора данных распознавания Pattern 
Recognition a Data Set Chooser (рис. 2.30).

Рис. 2.30. Окно выбора набора данных

При решении задачи приближения данных доступны следую-
щие наборы данных (все имеющиеся наборы данных можно про-
смотреть командой help nndatasets):

− Simplefit Dataset – Простой набор данных;
− House Dataset – Оценка средней цены дома;
− Abalone Dataset – Подсчет колец раковины моллюска 

морское ушко;
− Bodyfat Dataset – Оценка процентного содержания 

жира в организме;
− Building Dataset – Энергопотребление здания в зави-

симости от времени и погодных условий;
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− Chemical Dataset – Оценка сигнала датчика по сигна-
лам восьми других датчиков;

− Engine Dataset – Оценка крутящего момента и выбро-
сов двигатели от использованного топлива и скорости. 

В правой половине окна (Description) приводится описа-
ние каждого набора данных и источник, откуда взяты данные. Вы-
берем простой набор данных simplefit_dataset. Пользуясь 
описанием этого набора, узнаем, что набор содержит 67 значений 
аргумента и функции. Набор загружается функцией simplefit_
dataset. На рис. 2.31 показан график аппроксимируемой функ-
ции, полученный следующей последовательностью команд:

>> [x,t] = simplefit_dataset;
>> plot(x,t)
>> plot(x,t,’o’)

Рис. 2.31. График аппроксимируемой функции

Выбрав Simplefit Dataset, нажимаем кнопку Import. 
Происходит возврат в окно Select Data (рис. 2.29) и можно 
изменить выбор набора данных. Если не надо изменять набор, то 
нажимаем кнопку Next и переходим в окно Validation and 
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Test Data window (рис. 2.32), которое определяет распреде-
ление набора данных между обучающим набором (Training), 
проверочным набором (Validation), которое используются, 
чтобы оценить обобщающие свойства сети и остановить обуче-
ние, когда обобщение прекращает улучшаться и тестовым мно-
жеством (Testing), не оказывающим влияния на обучение, но 
служащим для проверки качества обучения на данных, которые 
не использовались в обучении сети.

Рис. 2.32. Окно Validation and Test Data

Оставим распределение данных без изменения и нажмем 
кнопку Next. Попадаем в окно архитектуры сети Network 
Architecture (рис. 2.33).
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Рис. 2.33. Окно архитектуры сети

Стандартная сеть, которая используется для распознавания об-
разов, является сетью прямого распространения с двумя слоями 
и с сигмоидальной функцией активации в первом слое и линей-
ной функцией активации в выходном слое. По умолчания число 
нейронов в скрытом слое равно 10 (это число можно изменить, 
задавая параметр Number Hidden Neurons). Число нейронов 
выходного слоя равно в нашем примере трем, так как входные 
данные необходимо разделить на три категории.

Оставляем параметры сети без изменения и нажимаем кноп-
ку Next. В результате переходим к окну обучения сети Train 
Network (рис. 2.34).

В окне обучения сети из выпадающего списка можно выбрать 
алгоритм обучения. По умолчанию предлагается алгоритм Ле-
венберга-Марквардта (Levenberg-Marquard). Можно выбрать 
алгоритм Байесовской регуляризации (Bayesian Regularization), 
масштабируемый алгоритм сопряженных градиентов (Scaled 
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Conjugate Gradient). Ниже окна выбора алгоритма при этом выво-
дится краткая характеристика алгоритма.

Рис. 2.34. Окно обучения сети

Принимаем в качестве алгоритма обучения алгоритм Ле-
венберга-Маквардта и нажимаем кнопку Train (Обучение) и 
переходим в окно процесса обучения сети Neural Network 
Training (рис. 2.35). Одновременно снова появляется окно об-
учения сети (рис. 2.36). Теперь в этом окне выводятся результаты 
обучения: для обучающего, проверочного и тестового множеств 
выводятся среднеквадратическая ошибка (MSE) и значение ко-
эффициента корреляции (R) между выходами сети и целевыми 
значениями. Из этого окна можно вывести графики, характери-
зующие качество обучения. Можно повторить обучение (кнопка 
Retrain), используя другой алгоритм обучения.
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Рис. 2.35. Окно процесса обучения сети

Рис. 2.36. Вид окно обучения сети после завершения обучения
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В окне процесса обучения сети по кнопке Performance 
можно увидеть график обучения сети (рис. 2.37), показывающий 
поведение ошибки обучения. Из графика видно, что за 13 эпох 
достигнуто значение среднеквадратической ошибки 8,8383 · 10–5. 
Функция обучения использует в качестве средства борьбы с пере-
обучением обучение с ранним остановом (early stopping). 
Из графика видно, что обучение остановлено, когда ошибка на 
проверочном множестве перестала уменьшатся.

Рис. 2.37. График обучения сети

Графики состояния обучения – Training State показаны 
на рис. 2.38.
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Рис. 2.38. Графики состояния обучения

На графике val fail показано изменение ошибка на кон-
трольном множестве. Видно, что после эпохи 13 ошибка начи-
нает расти. График gradient показывает изменение градиента 
функционала ошибки обучения по весам сети. График mu отра-
жает изменение параметра обучения µ  метода Левенберга-Марк-
вардта (в других методах отражаются другие параметры).

Гистограмма ошибок Error Histogram (рис. 2.39) пока-
зывает, на каком числе примеров (Instances) сеть дает ту или 
иную погрешность. Погрешность вычисляется как разность це-
левым значением и выходом сети. На графике отображаются по-
грешности для обучающего, проверочного и тестового множеств.
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Рис. 2.39. Гистограмма ошибок

Из гистограммы рис. 2.39 видно, что большинство ошибок 
лежит в диапазоне от -0,01993 до 0,01647. Имеется небольшое 
количество ошибок, превышающих эти значения. В частности, на 
двух примерах тестового множества ошибка достигает 0,03831.

График Regression показывает линейную регрессию ре-
зультатов обучения сети на трех рассмотренных подмножествах 
и на всех множествах. Для каждого результата рассчитывается 
коэффициент корреляции R, строится график и выводится урав-
нение  регрессии в виде Output = a × Target + b (рис. 2.40). При 
полном совпадении выходов сети с целевыми значениями R = 1, 
a = 1, b = 0. Из рис. 2.40 видно, что сеть практически идеально 
аппроксимирует функцию. 

Функция аппроксимации Fit (рис. 2.41) показывает значения 
ошибок сети при различных входных значениях. На графике вид-
но, при каких входных значениях получаются большие ошибки. 
Необходимо проанализировать входные данные. Возможно, что 
большим ошибкам соответствуют выбросы в данных.
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Так как результаты обучения получились удовлетворительные, 
нажимаем кнопку Next в окне обучения сети после завершения 
обучения (рис. 2.36). Появляется окно оценки сети (Evaluate 
Network) (рис. 2.42).

Рис. 2.40. Регрессия
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Рис. 2.41. Функция аппроксимации

Левая часть окна предлагает повторить для улучшения про-
изводительности (Iterate for improved performance):

−	 обучение (кнопка Train Again), если первая попыт-
ка не дала удовлетворительных результатов или если требуется 
улучшение результатов;

−	 увеличить размер сети – по кнопке Adjust Network 
Size происходит переход к окну выбора архитектуры сети (рис. 
2.33);

−	 использовать больший набор данных – по кнопке Import 
Larger Data Set происходит переход к окну выбора данных 
(рис. 2.30).

В правой части окна предлагается провести дополнительные 
испытания (Optionally perform additonal tests), вы-
брав входные и целевые значения.

Для завершения работы с сетью нажимаем на кнопку Next и 
переходим в окно Deploy Solution развертывания (размеще-
ния) решения (рис. 2.43).
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Рис. 2.42. Окно оценки сети

Рис. 2.43. Окно развертывания решения
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В этом окне можно сгенерировать функции для MATLAB 
Compiler, позволяющего создавать независимые приложения 
(.exe), компоненты и библиотеки (.dll), и для MATLAB Builder 
– для создания пакетов, расширяющих возможности MATLAB 
Compiler средствами генерации компонентов различных фрейм-
ворков, например, Microsoft .NET Framework. Возможна генера-
ция функции для MATLAB Coder, генерирующего автономный 
C и C++ код из кода MATLAB. Возможно моделирование сети в 
системе Simulink и генерация графической диаграммы сети как в 
окне архитектуры сети (рис. 2.33).

В последнем окне – окне сохранения результатов (рис. 2.44) 
можно сохранить результаты, сгенерировать программу, воспро-
изводящую создание сети, сгенерировать диаграмму сети и диа-
грамму сети в пакете Simulink.

Рис. 2.44. Окно сохранения результатов

Нажав кнопку Simple Script или Advanced Script 
можно сгенерировать простой или усовершенствованный код 
MATLAB, воспроизводящий действия Neural Network Pattern 
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Recognition Tool. Усовершенствованный код отличается более де-
тальным заданием параметров функций. В простом коде многие 
параметры устанавливаются по умолчанию.

Можно сохранить отмеченные результаты в рабочем про-
странстве MATLAB. При этом рекомендуется заменить имена, 
присеваемые по умолчанию, на свои имена.

Для завершения работы с пакетом Neural Networks Toolbox не-
обходимо нажать кнопку Finish в окне сохранения результатов.

2.3.2. Задания

1. Проделайте все примеры, приведенные в работе.
2. Решите задачу распознавания образов для одного из ука-

занных преподавателем тестовых наборов данных, имеющихся в 
MATLAB. Проанализируйте полученные результаты.

3. Исследуйте влияние структуры сети и алгоритмов обучения 
на точность распознавания и число циклов обучения.

2.3.3. Использование команд

Сгенерированные в окне сохранения результатов (рис. 
2.44) код появляется в окне редактора и может редактиро-
ваться и сохраняться. Простой код (Simple Script) и усо-
вершенствованный код (Advanced Script) сохранены в 
библиотеке Samples примеров лабораторного практикума 
под именами fitting_simple.m и fitting_advanced.m. 
Программа fitting_simple_rus.m содержит переведен-
ные на русский язык комментарии и необходимые дополне-
ния (сгенерированная программа fitting_simple.m требу-
ет предварительной загрузки в рабочее пространство исход-
ных данных):

% Решение задачи приближения данных с помощью 
нейронной сети
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% Скрипт сгенерирован приложением Neural 
Fitting

% с некоторыми дополнениями
% Created Sun Apr 20 14:23:32 GMT+04:00 2014
%
% Этот сценарий предполагает, что эти пере-

менные определены:
%
%   simplefitInputs - input data.
%   simplefitTargets - target data.
 
% x = simplefitInputs;
% t = simplefitTargets;
 
% Добавлены закрытия окон и очистка
close all
clc
clear
 
% Вызов функции загрузки исходных данных
% В сгенерированной программе отсутствует, 

т.к. предполагается, что
% данные уже помещены в рабочее пространство
[x,t] = simplefit_dataset;
 
 
% Выберите функцию обучения
% Для получения списка всех функций обучения 

выполните: help nntrain
%’trainlm’, как правило, самая быстрая.
% ‘trainbr’ требует больше времени, но может 

быть лучше для сложных задач.
% ‘trainscg’ требует меньше памяти. NFTOOL 

применяет при нехватке памяти.
trainFcn = ‘trainlm’;  % функция Левебер-

га-Марквардта
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% Создание сети аппроксимации функций
hiddenLayerSize = 10; % Размер скрытого слоя
net = fitnet(hiddenLayerSize,trainFcn); % Со-

здание сети net
 
% Настройка деления данных на обучающие, про-

верочные и тестовые
net.divideParam.trainRatio = 70/100; % Обу-

чающие данные
net.divideParam.valRatio = 15/100; % Прове-

рочные данные
net.divideParam.testRatio = 15/100; % Тесто-

вые данные
 
% Обучение сети
[net,tr] = train(net,x,t);
 
% Тестирование сети
y = net(x); % Моделирование работы сети
e = gsubtract(t,y); % Вычисление ошибки сети: 

массива t-y
% Вычисление достигнутой среднеквадратиче-

ской ошибки
performance = perform(net,t,y)
 
% Вывод структуры сети
view(net)
 
% Графики
% Раскомментируйте строки, чтобы включит раз-

личные графики
% Графики могут быть построены из окна обу-

чения сети
% График обучения сети
%figure, plottrainstate(tr)
% График аппроксимации
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%figure, plotfit(net,x,t)
% График регрессии
%figure, plotregression(t,y)
% Гистограммы ошибок 
%figure, ploterrhist(e)

В программе fitting_simple_rus.m добавлен вызов функ-
ции загрузки исходных данных [x,t]=simplefit_dataset. В 
сгенерированной программе этот вызов отсутствует, т.к. предпо-
лагается, что все исходные данные уже загружены в рабочее про-
странство.

Сеть распознавания образов создается функцией fitnet, об-
ращение к которой имеет вид

fitnet(hiddenSizes,trainFcn),
где hiddenSizes – вектор-строка, содержащая число нейро-

нов в каждом скрытом слое. По умолчанию параметр равен 10, 
что означает один скрытый слой с 10 нейронами. Один скрытый 
слой обычно дает хорошие результаты, но можно попробовать два 
скрытых слоев, если результаты с одним слоем не являются адек-
ватными. trainFcn – имя функции обучения (по умолчанию 
trainlm – алгоритм Левенберга-Марквардта). Функция актива-
ции по умолчанию для скрытых слоев tansig (гиперболический 
тангенс) и для выходного слоя purelin (линейная функция).

Если необходимо построить сеть с другим количеством 
скрытых слоев и нейронов, например, с двумя скрытыми сло-
ями, размерности 10 и 5, то следует вызвать функцию в виде 
net=fitnet([10,5]).

В объекте Neural Network, созданном с помощью функции 
fitnet, не установлены размеры входных и выходных слоев сети, 
параметры пред-и постобработки и проведена инициализация 
весов и смещений. Эти параметры устанавливаются с помощью 
функции конфигурирования configure. Проще всего использо-
вать функцию configure виде:

net = configure(net,x,t),
где net – имя созданной сети, x – имя входного массива, t – 

имя массива целевых значений.
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Можно не выполнять этап конфигурирования. Команда обу-
чения train автоматически настроит и инициализирует сеть. 
Функция configure полезна, если необходимо заново инициа-
лизировать сеть или провести пользовательскую инициализацию.

Проиллюстрируем создание и конфигурирование нейронной 
сети:

>> net=fitnet;
>> view(net);
Структура сети показана на рис. 2.45.

Рис. 2.45. Структура сети до конфигурирования

Произведем конфигурирование сети и выведем структуру 
сконфигурированной сети:

>> net=configure(net,x,t);
>> view(net);
Структура сконфигурированной сети показана на рис. 2.46. 

Изменения в настройках сети можно увидеть, рассматривая объ-
ект net.

Рис. 2.46. Структура сконфигурированной сети

Функция fitnet не позволяет изменять функции актива-
ции. Функции активации можно изменить в созданном объекте 
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Neural Network. Например, изменим функцию активации 
второго (выходного) слоя на гиперболический тангенс:

>> net.layers{2}.transferFcn=’tansig’;
>> view(net);
Изменение функции активации отражено на структуре сети 

(рис. 2.47).

Рис. 2.47. Структура сети после изменения функции активации

Функция fitnet создания сети аппроксимации функций яв-
ляется специальной версией функции feedforwardnet соз-
дания сетей прямого распространения. Функции patternnet 
создания сети распознавания образов и cascadeforwardnet 
создания каскадной сети также являются специальными верси-
ями функции feedforwardnet. Поэтому в программе можно 
использовать функцию feedforwardnet, обращение к которой 
не отличается от обращения к функции fitnet.

Сгенерированная программа fitting_advanced.m имеет 
вид:

% Solve an Input-Output Fitting problem with 
a Neural Network

% Script generated by Neural Fitting app
% Created Sun Apr 20 14:26:06 GMT+04:00 2014
%
% This script assumes these variables are 

defined:
%
%   simplefitInputs - input data.



80

%   simplefitTargets - target data.

x = simplefitInputs;
t = simplefitTargets;

% Choose a Training Function
% For a list of all training functions type: 

help nntrain
% ‘trainlm’ is usually fastest.
% ‘trainbr’ takes longer but may be better 

for challenging problems.
% ‘trainscg’ uses less memory. NFTOOL falls 

back to this in low memory situations.
trainFcn = ‘trainlm’;  % Levenberg-Marquardt

% Create a Fitting Network
hiddenLayerSize = 10;
net = fitnet(hiddenLayerSize,trainFcn);

% Choose Input and Output Pre/Post-Processing 
Functions

% For a list of all processing functions type: 
help nnprocess

net.input.processFcns = {‘removeconstantrows
’,’mapminmax’};

net.output.processFcns = {‘removeconstantrow
s’,’mapminmax’};

% Setup Division of Data for Training, 
Validation, Testing

% For a list of all data division functions 
type: help nndivide

net.divideFcn = ‘dividerand’;  % Divide data 
randomly

net.divideMode = ‘sample’;  % Divide up every 
sample
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net.divideParam.trainRatio = 70/100;
net.divideParam.valRatio = 15/100;
net.divideParam.testRatio = 15/100;

% Choose a Performance Function
% For a list of all performance functions 

type: help nnperformance
net.performFcn = ‘mse’;  % Mean squared error

% Choose Plot Functions
% For a list of all plot functions type: help 

nnplot
net.plotFcns = {‘plotperform’,’plottrainstat

e’,’ploterrhist’, ...
  ‘plotregression’, ‘plotfit’};

% Train the Network
[net,tr] = train(net,x,t);

% Test the Network
y = net(x);
e = gsubtract(t,y);
performance = perform(net,t,y)

% Recalculate Training, Validation and Test 
Performance

trainTargets = t .* tr.trainMask{1};
valTargets = t  .* tr.valMask{1};
testTargets = t  .* tr.testMask{1};
trainPerformance = perform(net,trainTargets,y)
valPerformance = perform(net,valTargets,y)
testPerformance = perform(net,testTargets,y)

% View the Network
view(net)
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% Plots
% Uncomment these lines to enable various 

plots.
%figure, plotperform(tr)
%figure, plottrainstate(tr)
%figure, plotfit(net,x,t)
%figure, plotregression(t,y)
%figure, ploterrhist(e)

% Deployment
% Change the (false) values to (true) to 

enable the following code blocks.
if (false)
  % Generate MATLAB function for neural network 

for application deployment
  % in MATLAB scripts or with MATLAB Compiler 

and Builder tools, or simply
  % to examine the calculations your trained 

neural network performs.
  genFunction(net,’myNeuralNetworkFuncti

on’);
  y = myNeuralNetworkFunction(x);
end
if (false)
  % Generate a matrix-only MATLAB function 

for neural network code
  % generation with MATLAB Coder tools.
  genFunction(net,’myNeuralNetworkFunction’,

’MatrixOnly’,’yes’);
  y = myNeuralNetworkFunction(x);
end
if (false)
  % Generate a Simulink diagram for simulation 

or deployment with.
  % Simulink Coder tools.
  gensim(net);
end
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Программа также требует загрузки исходных данных. В про-
грамме явно задаются параметры сети, включая функции пред- и 
постобработки. Этими функциями являются:

fixunknowns – заполняет пропуски данных средними значе-
ниями.

mapminmax – масштабирует данные к диапазону [-1, +1].
mapstd – преобразование данных каждой строки матрицы к 

нулевому  среднему значению и единичному стандартному от-
клонению.

processpca – вычисление главных компонент строк матриц.
removeconstantrows – удаление строк, содержащих по-

стоянные значения.
removerows – удаление строк матриц с заданными индексами.
Чтобы посмотреть и изменить функции предобработки слоя i 

используйте свойства входов i-го слоя сети
net.inputs{i}.processFcns
Чтобы посмотреть и изменить функции постдобработки слоя i 

используйте свойства выходов i-го слоя сети
net.outputs{i}.processParams
Для многослойных сетей заданные по умолчанию функции об-

работки ввода – removeconstantrows и mapminmax. Для вы-
ходов сети значения по умолчанию также removeconstantrows 
и mapminmax. В большинстве случаев нет необходимости ис-
пользовать непосредственно функции пред-и постобработки, так 
как они являются частью объекта Neural Network и выполня-
ются автоматически.

В программе fitting_advanced задаются параметры обу-
чения. В частности, в качестве функции ошибки задается сред-
неквадратическая ошибка net.performFcn=’mse’ (эта функ-
ция задается по умолчанию). Задается также список графиков, 
выводимых при обучении сети:

net.plotFcns={‘plotperform’,’plottrainstate’
,’ploterrhist’, ...

‘plotregression’, ‘plotfit’};
В программу можно добавить дополнительные параметры 

обучения. В свойствах объекта Neural Network до обучения 
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можно установить параметры обучения, например, точность обу-
чения и предельное число эпох

net.trainParam.goal=1e-5;
net.trainParam.epochs=300;
Можно изменить число эпох, при котором на контрольном 

множестве погрешность не уменьшается, и процесс обучения 
останавливается (задается параметром net.trainParam.
max_fail – по умолчанию 6). Можно задать минимальное 
значение компонентов вектора градиента, при котором останав-
ливается обучение  (по умолчанию net.trainParam.min_
grad=1.0000e-010). Обучать сеть градиентным методом при 
малом градиенте нет смысла.

Полный перечень параметров обучения можно увидеть по ко-
манде

>>net.trainParam,
где net – имя сети.
В программе net1_advanced.m также присутствует генера-

ция функций для MATLAB Builder и Coder.

2.3.4. Задания

1. Постройте и исследуйте нейронные сети, аппроксимирую-
щие функции многих переменных. Во всех вариантах 1 < xi < 3:

a) ( )
5

4
1 2 320sin 5 x

xf x x x
e

= − + +

б) ( )
2

1 2
4 5

3

sinx xf x x
x

= +

в) 2
1 2 3 4 5f x x x x x= − − +

д) ( )
( )

2
1 2 52

3 4

10.5cosf x x x
x x

= + + +
+
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е) ( ) 5
1 2 3 45 cos sin

2
xf x x x x = + + + + 

 

ж) ( ) 2
1 2 3 4 53cos 2sin ln 10f x x x x x= + + +

2. Исследуйте сети с различным числом слоев и числом ней-
ронов в слое, с различным числом обучающих примеров. Иссле-
дуйте обучение сети при использовании различных градиентных 
алгоритмов. Обратите внимание на графики окна состояния обу-
чения.
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3.	 СЕТИ И КАРТЫ КОХОНЕНА

3.1.	Сети Кохонена

3.1.1. Архитектура сетей Кохонена

Сети Кохонена (Kohonen T.) [3-4, 9] относятся к самоорганизу-
ющимся нейронным сетям. Самоорганизующаяся сеть позволяет 
выявлять кластеры (группы) входных векторов, обладающих не-
которыми общими свойствами. При этом выделяют сети с неу-
порядоченными нейронами (часто называемые слоями Кохонена) 
и сети с упорядочением нейронов (часто называемые картами 
Кохонена). Карты Кохонена отражают структуру данных таким 
образом, что близким кластерам данных на корте соответствуют 
близко расположенные нейроны.

Сеть Кохонена – это однослойная сеть, каждый нейрон кото-
рой соединен со всеми компонентами n-мерного входного векто-
ра. Количество нейронов 

В качестве нейронов сети Кохонена применяются линей-
ные взвешенные сумматоры. Для обучения сети применяют-
ся механизмы конкуренции. Если обозначить вектор весов 
i-го нейрона сети Кохонена как wi = [wi1 wi2 ... win], то сеть ра-
ботает следующим образом. При подаче на вход сети векто-
ра x побеждает тот нейрон, веса которого в наименьшей сте-
пени отличаются от соответствующих компонентов входного 
вектора. Для нейрона-победителя выполняется соотношение 

( ) ( )
1

, min ,j ii m
d d

≤ ≤
=x w x w , 

где m – количество нейронов, j – номер нейрона-победителя,  
d(x, w) – расстояние (в смысле выбранной метрики) между век-
торами x и w.

Чаще всего в качестве меры расстояния используется эвкли-
дова мера 



87

( ) ( )2

1
,

n

i i j ij
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d x w
=

= − = −∑x w x w .

Используются и другие меры расстояния (метрики) [2].
Веса нейрона-победителя подвергаются обучению (адапта-

ции) по правилу Кохонена [1, 2]

	 ( ) ( ) ( ) ( )1i i i ik k k k+ = + η −  w w x w 	 (3.1)

где ηi(k) – коэффициент скорости обучения i-го нейрона.
В пакете Neural Network Toolbox системы MATLAB принято 

следующее обозначение сети Кохонена (рис. 3.1). Сеть Кохонена 
– это слой конкурирующего типа (Competitive Layer), поскольку 
в нем применена конкурирующая функция активации. Здесь ис-
пользован блок ndist для вычисления отрицательного евклидо-
ва расстояния между вектором входа p и строками матрицы весов 
IW11 (строка матрицы весов – это веса одного нейрона сети). 
Отрицательное евклидово расстояние вычисляется функцией 
negdist по формуле z = -sqrt(sum(w-p)^2)

Рис. 3.1. Архитектура слоя Кохонена

Вход функции активации n1 – это результат суммирования от-
рицательного евклидова расстояния с вектором смещения b. Если 
все смещения нулевые, максимальное значение n1 не может пре-
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вышать 0. Нулевое значение n1 возможно только, когда вектор 
входа p оказывается равным вектору веса одного из нейронов. 
Если смещения отличны от 0, то возможны и положительные зна-
чения для элементов вектора n1.

Конкурирующая функция активации (блок C на рис. 3.1) ана-
лизирует значения элементов вектора n1 и формирует выходы 
нейронов, равные 0 для всех нейронов, кроме одного «нейро-
на-победителя», имеющего на входе максимальное значение. Та-
ким образом, вектор выхода имеет единственный элемент, рав-
ный 1, который соответствует нейрону-победителю, а остальные 
равны 0. Таким образом, в сети Кохонена используются нейроны 
типа WTA (Winner Takes All – победитель получает все). Но-
мер активного нейрона определяет ту группу (кластер), к которой 
наиболее близок входной вектор.

3.1.2. Правило обучения сети Кохонена

Процесс обучения сети Кохонена состоит из циклического по-
вторения ряда шагов:

1. Нормирование входных векторов;
2. Подача исходных данных на входы. Обычно это случайная 

выборка одного из входных векторов;
3. Нахождение выхода каждого нейрона;
4. Определение «выигравшего» нейрона (веса которого в наи-

меньшей степени отличаются от соответствующих компонентов 
входного вектора), или нейрона-победителя;

5. Корректировка весов «выигравшего» нейрона;
6. Переход на шаг 1, если обучение не завершено.
Поясним перечисленные шаги обучения [2, 5]. В сети Кохо-

нена входные значения желательно нормировать, например, по 
формуле 

2

1

i
нi n

i
i

xx
x







,

где xнi  – нормированный компонент входного вектора.
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Нормирование входных данных положительным образом ска-
зывается на скорости обучения сети. 

После определения «выигравшего» нейрона происходит кор-
рекция по формуле  весов этого нейрона.

Таким образом, нейрон, чей вектор весов был ближе к вход-
ному вектору, обновляется, чтобы быть еще ближе. В результате 
этот нейрон скорее всего выиграет конкуренцию при подаче на 
вход  близкого вектора и проиграет при подаче существенно от-
личающегося вектора. После многократной подачи обучающих 
векторов будет иметься нейрон, который выдает 1, когда вектор 
принадлежит кластеру, и 0, когда вектор не принадлежит кла-
стеру. Таким образом, сеть учится классифицировать входные 
векторы.

Для настройки весов нейронов по формуле  используется 
функция learnk. 

При обучении сети Кохонена возникает проблема так называ-
емых “мертвых” нейронов. Одно из ограничений всякого конку-
рирующего слоя состоит в том, что некоторые нейроны оказыва-
ются незадействованными. Это проявляется в том, что нейроны, 
имеющие начальные весовые векторы, значительно удаленные 
от векторов входа, никогда не выигрывают конкуренции, неза-
висимо от того, как долго продолжается обучение. В результате 
оказывается, что такие векторы не используются при обучении 
и соответствующие нейроны никогда не оказываются победите-
лями. Такие “нейроны-неудачники” называют “мертвыми” ней-
ронами, поскольку они не выполняют никакой полезной функ-
ции. Таким образом, входные данные будут интерпретироваться 
меньшим числом нейронов, а увеличивается. Поэтому надо дать 
шанс победить всем нейронам. Для этого алгоритм обучения 
модифицируют таким образом, чтобы нейрон-победитель терял 
активность. 

В Neural Network Toolbox соответствующее правило настрой-
ки, учитывающее нечувствительность мертвых нейронов, реали-
зовано в виде функции learncon и заключается в следующем. 
В начале процедуры настройки всем нейронам конкурирующего 
слоя присваивается одинаковый параметр активности
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где N – количество нейронов конкурирующего слоя, равное числу 
кластеров. В процессе настройки функция learncon корректи-
рует этот параметр таким образом, чтобы его значения для актив-
ных нейронов становились больше, а для неактивных нейронов 
меньше. Соответствующая формула для вектора параметров ак-
тивности выглядит следующим образом:

c = (1-lr)*c + lr*a,
где lr – параметр скорости настройки; a – выходной вектор.
Смещения вычисляются по формуле
b = exp(1-log(c)) – b.
Смещение для нейрона-победителя уменьшится, а смещения 

для остальных нейронов немного увеличатся. 
Параметр скорости настройки lr по умолчанию равен 0.001. 

Увеличение смещений для неактивных нейронов позволяет рас-
ширить диапазон покрытия входных значений, и неактивный ней-
рон начинает формировать кластер. В конечном счете, он может 
начать притягивать новые входные векторы. Это дает два преиму-
щества. Если нейрон не выигрывает конкуренции, потому что его 
вектор весов существенно отличается от векторов, поступающих 
на вход сети, то его смещение по мере обучения становится до-
статочно большим, и он становится конкурентоспособным. Когда 
это происходит, его вектор весов начинает приближаться к неко-
торой группе векторов входа. Как только нейрон начинает побеж-
дать, его смещение начинает уменьшаться. Таким образом, задача 
активизации “мертвых” нейронов оказывается решенной. Второе 
преимущество, связанное с настройкой смещений, состоит в том, 
что они позволяют выровнять значения параметра активности и 
обеспечить притяжение приблизительно одинакового количества 
векторов входа. Таким образом, если один из кластеров притяги-
вает большее число векторов входа, чем другой, то более запол-
ненная область притянет дополнительное количество нейронов и 
будет поделена на меньшие по размерам кластеры.
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3.1.3. Создание сети Кохонена

Для формирования слоя Кохонена предназначена функция 
competlayer, обращение к которой имеет вид

competlayer(numClasses,kohonenLR,conscience
LR),

где numClasses – количество классифицируемых кластеров 
(по умолчанию 5), kohonenLR – скорость обучения весов Кохо-
нена (по умолчанию 0,01), conscienceLR – параметр скоро-
сти настройки (по умолчанию 0,001).

Рассмотрим пример. Предположим, что задан массив из четы-
рех двухэлементных векторов, которые надо разделить на 2 класса:

>> p=[0.1 0.8 0.1 0.9; 0.2 0.9 0.1 0.8]
p =
    0.1000    0.8000    0.1000    0.9000
    0.2000    0.9000    0.1000    0.8000 
В примере нетрудно видеть, что два вектора расположены 

вблизи точки (0,0) и два вектора – вблизи точки (1,1). 
Сформируем слой Кохонена с двумя нейронами для анализа 

двухэлементных векторов входа
>> net = competlayer(2);
Теперь, когда сформирована самоорганизующаяся нейронная 

сеть, требуется обучить ее решению задачи кластеризации данных. 

3.1.4. Обучение сети Кохонена

После создания сети обучим ее на 500 циклах обучения. Мож-
но использовать как функцию train, так и adapt. 

Задаем 500 циклов обучения 
>> net.trainParam.epochs = 500;
Используем для обучения функцию train. Для использова-

ния функции необходимо изменить некоторые параметры объек-
та “Нейронная сеть” (см. [2]). Функция реализует одноименный 
метод, который использует функции и параметры объекта “Ней-
ронная сеть”. В частности, метод train использует  функцию 



92

trainru случайного обучения без учителя (по умолчанию). 
Функция trainru реализует пакетный метод обучения. При 
этом в каждой эпохе входные векторы представляются в случай-
ном порядке. Обучение останавливается, если превышено число 
циклов обучения (по умолчанию 1000) или превышено допусти-
мое время обучения в секундах (по умолчанию бесконечность). 
Чтобы узнать, какая функция обучения используется в созданной 
сети с именем net, необходимо выполнить команду

>> net.trainFcn
ans =
trainru
Настройка по правилу Кохонена  задается функцией learnk 

(задается по умолчанию). Для проверки выполним команду
>> net.inputWeights{1,1}.learnFcn
ans =
learnk
Для настройки параметра активности смещения используется 

функция learncon. Для использования этой функции необходи-
мо вручную установить соответствующее свойство 

>> net.inputWeights{1}.learnFcn=’learncon’
Обучим сеть
>> net1=train(net, p);
Возникает графическое окно обучения (рис. 3.2)
Выполним моделирование сети после обучения:
>> a = net1(p)
a =
     1     0     1     0
     0     1     0     1
Результат означает, что первый вектор входа отнесен к класте-

ру с номером 1, второй вектор отнесен к кластеру 2, третий – к 
кластеру 1 и четвертый – к кластеру 2. Результат удобно пред-
ставить с использованием функции vec2ind, выводящей индекс 
единичного элемента в каждом векторе

>> ac=vec2ind(a)
ac =
     1     2     1     2
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Рис. 3.2. Графическое окно обучения

Сеть научилась разделять входные векторы на два кластера: 
векторы, расположенные ближе к началу координат, относятся к 
первому кластеру, а векторы, расположенные ближе к точке (1, 1), 
относятся ко второму кластеру.

Веса и смещения сети равны:
>> wts1=net1.IW{1, 1}
wts1 =
    0.1000    0.1500
    0.8500    0.8500
>> biases1 = net1.b{1}
biases1 =
    5.4367
    5.4365
Значения весов и смещений могут отличаться от приведенных, 

так как входные векторы выбираются для обучения в случайном 
порядке. Вектор весов первого нейрона (это первая строка матри-
цы весов) близок к вектору (0, 0), а вектор весов второго нейрона 
близок к вектору (1, 1).
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Испытаем сеть, задав вектор
>> p1=[0.2; 0.3]
p1 =
    0.2000
    0.3000
В результате моделирования сети получаем
>> ac1=vec2ind(net(p1))
ac1 =
Сеть правильно отнесла вектор к первому кластеру.

3.1.5. Задания

Загрузите файл имеющийся в MATLAB демонстрационный 
файл iris_dataset, содержащий информацию о четырех ха-
рактеристиках трех сортов цветов ирис: длина чашелистика, ши-
рина чашелистика, длина лепестка, ширина лепестка:

>>load iris_dataset
Произведите кластеризацию цветов. Поэкспериментируйте с 

числом кластеров и циклов обучения. Проанализируйте содержа-
ние получающихся кластеров.

3.2.	Карты Кохонена

3.2.1. Архитектура и обучение карт Кохонена

Карты Кохонена (самоорганизующиеся карты, или SOM – self-
organizing map) [3-5, 9-10] предназначены для визуального пред-
ставления многомерных свойств объектов на двумерной карте. 

Карта Кохонена состоит из ячеек прямоугольной или шестиу-
гольной (рис. 3.3) формы. Шестиугольные ячейки более коррек-
тно отображают расстояние между объектами на карте, т.к. для 
этих ячеек расстояние между центрами смежных ячеек одинако-
вы. Поэтому как правило используются такие ячейки.
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Рис. 3.3. Шестиугольные ячейки сети Кохонена

Каждой ячейке соответствует нейрон сети Кохонена. То есть в 
карте Кохонена число нейронов равно числу ячеек карты и боль-
ше числа нейронов сети Кохонена, равного числу кластеров. Чис-
ло ячеек карты зависит от требуемой детальности изображения 
и подбирается экспериментально. Архитектура карты Кохонена 
(рис. 3.4) аналогична архитектуре слоя Кохонена за исключением 
того, что здесь не используются смещения.

Рис. 3.4. Архитектура карты Кохонена

Обучение нейронов производится аналогично обучению нейро-
нов сети Кохонена. Отличие состоит в том, что кроме нейрона-по-
бедителя обучаются нейроны, входящие в окрестность нейрона-по-
бедителя. Нейрон принадлежит окрестности нейрона-победителя, 
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если расстояние между вектором его весов и вектором весов ней-
рона-победителя меньше определенной величины. Такой алгоритм 
называют алгоритмом типа WTM (Winner Takes Most – победитель 
получает больше). Веса нейрона-победителя и всех нейронов, ле-
жащих в пределах его окрестности, подвергаются обучению (адап-
тации) по правилу Кохонена . Веса нейронов, находящихся за пре-
делами окрестности не изменяются. Размер окрестности и коэффи-
циент скорости обучения являются функциями, значения которых 
уменьшаются с увеличением номера цикла обучения. 

Объекты, векторы признаков которых близки, попадают в одну 
ячейку или в ячейки, расположенные вблизи. Следовательно, дву-
мерная карта Кохонена отражает на плоскости близость много-
мерных векторов признаков. Карта Кохонена отражает близость 
многомерных векторов признаков, то есть сходство объектов. Но 
обычно требуется анализировать, по каким конкретно параметрам 
проявляется сходство объектов. Для этого используется раскраска 
карт Кохонена.  Для этого строится столько карт, сколько параме-
тров анализируется. Каждая карта соответствует одному параме-
тру объекта. Ячейки карты раскрашиваются в разные цвета (или 
оттенки серого цвета) в зависимости от значения параметров, со-
ответствующих каждой ячейке. В каждую ячейку в общем случае 
попадает несколько объектов. Поэтому вычисляется или среднее 
значение параметра объектов каждой ячейки или минимальное или 
максимальное значение [5]. Если в ячейку не попал ни один объ-
ект (ячейке соответствует мертвый нейрон), то в качестве значения 
ячейки берется вес нейрона, соответствующий рассматриваемому 
параметру. Выделяются диапазоны значений параметра. Каждому 
диапазону ставится в соответствие цвет (или оттенок серого), и 
ячейки карты “раскрашиваются” соответствующими цветами.

3.2.2. Кластеризация с использованием Neural Network  
  Clustering Tool 

Открываем окно графического интерфейса Neural Network 
Start >> nnstart
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Появляется стартовое окно (рис. 3.5)

Рис. 3.5. Стартовое окно

В окне выбираем кнопку Clustering app и появляется 
окно приглашения (рис. 3.6). Можно сразу открыть окно пригла-
шения, минуя стартовое окно, если задать команду 

>> nctool 

Рис. 3.6. Окно приглашения
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Можно на вкладке APPS MATLAB выбрать кнопку  – 
Neural Net Clustering.

В окне приглашения сообщается, что можно создать слой, ко-
торый может классифицировать массив векторов с любого числа 
измерений на столько классов, сколько нейронов имеет слой. Ней-
роны организованы по двумерной топологии, чтобы сформировать 
представление о распределении и двумерное приближение набора 
данных. Сеть обучается методом пакетного обучения (tainbu), а 
настройка весов производится функцией learnsomb.

В окне приглашения нажимаем Next и открываем окно вы-
бора данных Select Data (рис. 3.7). Кнопки  позволяет 
выбрать файлы входных и целевых (выходных) данных для обу-
чения. С помощью радиокнопок можно выбрать являются ли об-
разцы (Samples are) столбцами матрицы (Matrix columns) 
или строками матрицы (Matrix rows). Кнопка Load Example 
Data Set позволяет выбрать готовые демонстрационные при-
меры. Выбираем эту кнопку. Открывается окно выбора набора 
данных распознавания Pattern Recognition Data Set 
Chooser (рис. 3.8).

Рис. 3.7. Окно выбора данных
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Рис. 3.8. Окно выбора набора данных

При решении задачи кластеризации доступны два набора дан-
ных:

− Simple Classes – входной массив содержит 1000 двухэ-
лементных векторов;

− Iris Flowers – распознавание сорта цветка ириса.
В правой половине окна (Description) приводится опи-

сание каждого набора данных и источник, откуда взяты данные. 
Выберем задачу кластеризации трех сортов цветов ириса (это из-
вестная в математической статистике задача “Ирисы Фишера”). 
Цветы будут разбиваться на кластеры по следующим признакам:

− длина чашелистика в см;
− ширина чашелистика в см;
− длина лепестка в см;
− ширина лепестка в см.
Выбрав Iris Flowers, нажимаем кнопку Import. Проис-

ходит возврат в окно Select Data (рис. 3.7) и можно изменить 
выбор набора данных. Если не надо изменять набор, то нажима-
ем кнопку Next и переходим в окно в окно выбора архитектуры 
сети Network Architecture (рис. 3.9)
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Рис. 3.9. Окно архитектуры сети

По умолчанию создается карта размером 10 × 10 ячеек. Эти 
размеры можно изменить, задавая параметр Size of two-
dimensional Map). Оставляем параметры сети без изменения 
и нажимаем кнопку Next. В результате переходим к окну обуче-
ния сети Train Network (рис. 3.10).

В данный момент в этом окне доступна только кнопка обуче-
ния Train, нажимаем ее и переходим в окно процесса обучения 
сети Neural Network Training (рис. 3.11). Одновременно 
появляется окно обучения сети (рис. 3.12), позволяющее повто-
рить обучение сети и вывести некоторые графики.
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Рис. 3.10. Окно обучения сети

Рис. 3.11. Окно процесса обучения сети
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Рис. 3.12. Вид окно обучения сети после завершения обучения

Топологию карты (рис. 3.13) можно увидеть, нажав на кнопку 
SOM Topology в окне процесса обучения (рис. 3.11).

Рис. 3.13. Топология карты
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Из рис. 3.13 видно, что топология карты является гексагональ-
ной. На рис. 3.13 каждый из шестиугольников представляет со-
бой нейрон. Карта имеет размеры 10 × 10, таким образом, карта 
содержит 100. Каждый входной вектор содержит четыре элемен-
та, поэтому входное пространство четырехмерное. Карта отобра-
жает четырехмерное пространство в двумерное.

График соседних соединений карты – Plot self-organizing map 
neighbor connections (рис. 3.14) выводится, если нажать кнопку 
SOM Neighbor connections в окне процесса обучения.

Рис. 3.14. График соседних соединений карты

На графике нейроны показаны синими шестиугольниками. 
Красные линии указывают на их непосредственных соседей (ней-
роны в слое не связаны).

График расстояний до соседних весов (Унифицированная ма-
трица расстояний – U-matrix) (рис. 3.15) применяется для визуа-
лизации структуры кластеров, полученных в результате обучения 
карты. Элементы матрицы определяют расстояние между весами 
нейрона и весами его ближайших соседей. Большое значение гово-
рит о том, что данный нейрон сильно отличается от окружающих 
и относится к другому кластеру. Для просмотра U-матрицы, не-
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обходимо нажать кнопку SOM Neighbor Weight Distances 
в окне обучения. На этом рисунке синие шестиугольники пред-
ставляют нейроны. Красные линии показывают на соседние ней-
роны. Цвета в участках, содержащих красные линии, указывают 
расстояния между нейронами. Более темные цвета представляют 
большие расстояния. Полоса темных сегментов пересекает карту 
от нижнего региона до правого верхнего региона карты. Карта 
сгруппировала цветы ириса на два кластера.

Рис. 3.15. График расстояний до соседних весов

Результаты часто представляют в виде графика весов, часто 
называемого компонентной плоскостью – Component Planes 
(рис. 3.16). Для этого необходимо нажать на кнопку SOM Input 
Planes в окне обучения. На графике более темные цвета пред-
ставляют большие веса. Одинаковыми цветами отмечаются близ-
кие веса. На рис. 3.16 видно, что цветы резко отличаются по пер-
вому и второму входам (длина чашелистика и ширина чашели-
стика) и близки по третьему и четвертому входам (длина лепестка 
и ширина лепестка).
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Рис. 3.16. Компонентные плоскости

График попаданий примеров в кластеры (рис. 3.17) показыва-
ет, сколько из обучающих данных связаны с каждым из нейронов 
(нейрон является центром кластера). Для вывода графика необ-
ходимо нажать на кнопку SOM Sample Hits в окне обучения.

Рис. 3.17. График попаданий примеров в кластеры
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График положения весов (рис. 3.18) показывает зелеными точ-
ками координаты входных векторов, определяемые по первым 
двум компонентам. Аналогично синими точками отображаются 
координаты векторов векторов первых двух весов нейронов. Со-
седние нейроны соединяются красными линиями. Обратите вни-
мание, что близкими являются нейроны в пространстве призна-
ков, а не расположенные в соседних ячейках.

Рис. 3.18. Положение весов

Так как результаты обучения получились удовлетворительные, 
нажимаем кнопку Next в окне обучения сети после завершения 
обучения (рис. 3.12). Появляется окно оценки сети (Evaluate 
Network) (рис. 3.19).

Левая часть окна предлагает повторить для улучшения про-
изводительности (Iterate for improved performance):

− обучение (кнопка Train Again), если первая попытка не 
дала удовлетворительных результатов или если требуется улуч-
шение результатов;
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Рис. 3.19. Окно оценки сети

− увеличить размер сети – по кнопке Adjust Network Size 
происходит переход к окну выбора архитектуры сети (рис. 3.9);

− использовать больший набор данных – по кнопке Import 
Larger Data Set происходит переход к окну выбора данных 
(рис. 3.8).

В правой части окна предлагается провести дополнительные 
испытания (Optionally perform additonal tests), вы-
брав входные и целевые значения.

Для завершения работы с сетью нажимаем на кнопку Next и 
переходим в окно Deploy Solution развертывания (размеще-
ния) решения (рис. 3.20).
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Рис. 3.20. Окно развертывания решения

Как и при решении других задач, в этом окне можно сгене-
рировать функции для MATLAB Compiler, позволяющего созда-
вать независимые приложения (.exe), компоненты и библиотеки 
(.dll), и для MATLAB Builder – для создания пакетов, расширя-
ющих возможности MATLAB Compiler средствами генерации 
компонентов различных фреймворков, например, Microsoft .NET 
Framework. Возможна генерация функции для MATLAB Coder, 
генерирующего автономный C и C++ код из кода MATLAB. Воз-
можно моделирование сети в системе Simulink и генерация гра-
фической диаграммы сети как в окне архитектуры сети (рис. 3.9).

В последнем окне – окне сохранения результатов (рис. 2.44) 
можно сохранить результаты, сгенерировать программу, воспро-
изводящую создание сети, сгенерировать диаграмму сети и диа-
грамму сети в пакете Simulink.

Нажав кнопку Simple Script или Advanced Script 
можно сгенерировать простой или усовершенствованный код 
MATLAB, воспроизводящий действия Neural Network Clustering 
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Tool. Усовершенствованный код отличается более детальным за-
данием параметров функций. В простом коде многие параметры 
устанавливаются по умолчанию.

Рис. 3.21. Окно сохранения результатов

Можно сохранить отмеченные результаты в рабочем про-
странстве MATLAB. При этом рекомендуется заменить имена, 
присеваемые по умолчанию, на свои имена.

Для завершения работы с пакетом Neural Network Clustering 
Tool необходимо нажать кнопку Finish в окне сохранения ре-
зультатов.
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3.2.3. Задания

1. Проделайте все примеры, приведенные в работе.
2. Решите задачу кластеризации для одного из указанных пре-

подавателем тестовых наборов данных, использовавшихся в ре-
шении задачи распознавания образов. Проанализируйте получен-
ные результаты.

3.2.4. Использование команд

Сгенерированные в окне сохранения результатов (рис. 3.21) 
код появляется в окне редактора и может редактироваться и сохра-
няться. Простой код (Simple Script) и усовершенствованный  
код (Advanced Script) сохранены в библиотеке Samples при-
меров лабораторного практикума под именами som_simple.m 
и som_advanced.m Программа som_simple_rus.m содер-
жит переведенные на русский язык и расширенные комментарии 
и необходимые дополнения (сгенерированная программа требует 
предварительной загрузки в рабочее пространство исходных дан-
ных):

% Решение задачи кластеризации с помощью са-
моорганизующейся карты

% Скрипт сгенерирован приложением Neural 
Clustering

% с некоторыми дополнениями
% Created Sun Apr 20 14:23:32 GMT+04:00 2014
%
% Этот сценарий предполагает, что эти пере-

менные определены:
%   irisInputs - input data.

%x = irisInputs;

% Добавлены закрытия окон и очистка
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close all
clc
clear

% Вызов функции загрузки исходных данных
% В сгенерированной программе отсутствует, 

т.к. предполагается, что
% данные уже помещены в рабочее пространство
x = iris_dataset;

% Создание самоорганизующейся карты
dimension1 = 10;
dimension2 = 10;
net = selforgmap([dimension1 dimension2]);

% Обучение сети
[net,tr] = train(net,x);

% Тестирование сети
y = net(x);

% Вывод структуры сети
view(net)

% Графики
% Раскомментируйте строки, чтобы включит раз-

личные графики
% Графики могут быть построены из окна обу-

чения сети
% Топология карты
%figure, plotsomtop(net)
% График соседних соединений карты
%figure, plotsomnc(net)
% График расстояний до соседних весов
%figure, plotsomnd(net)
% Построение компонентных плоскостей



112

%figure, plotsomplanes(net)
% График попаданий примеров в кластеры
%figure, plotsomhits(net,x)
% График положения весов
%figure, plotsompos(net,x)

Сгенерированная программа очень простая. Детального раз-
бора требует только обучение карты Кохонена. Рассмотрим обу-
чение при параметрах, установленных по умолчанию. Функция 
train вызывает метод пакетного обучения без учителя весов 
и смещений, реализуемый функций trainbu. Эта функция на-
страивает веса и смещения в соответствии с заданной функци-
ей настройки после каждой эпохи (один проход через весь набор 
входных векторов). Обучение останавливается, если выполняется 
любое из условий: 

− достигается максимальное число эпох; 
− достигается малая величина функционала ошибки 
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(
ixw  – вектор весов нейрона-победителя при предъявлении 

входного вектора xi, Q – размер обучающей выборки);
− превышено максимальное время обучения;
− функционал ошибки на контрольном множестве увеличи-

вался более чем max_fail раз с момента последнего снижения 
(это означает применение раннего останова).

Настройка весов самоорганизующейся карты производится 
функцией learnsomb, в чем можно убедиться, задав команду

>> net.inputWeights{1,1}.learnFcn
ans =
learnsomb
Функция реализует пакетный режим обучения карты Кохоне-

на (Batch-Learning Self-Organizing Map) [9, 11]. На каждом шаге 
обучения определяется нейрон-победитель. Вокруг нейрона-по-
бедителя образуется окрестность, или соседство (neighborhood). 
Соседство определяет, какие нейроны кроме нейрона-победителя 
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участвуют в обучении (т.е. корректируют свои веса) на данном 
шаге. Под размером окрестности (neighborhood size) подразуме-
вается расстояние в пространстве векторов весов нейронов. Т. е. 
любой нейрон, расстояние от вектора весов которого до вектора 
весов нейрона-победителя менее радиуса обучения, участвует в 
коррекции весов на данной итерации. В пакетном обучении карты 
компоненты векторов весов нейронов-победителей и нейронов, 
расположенных в окрестности победителя, рассчитываются как 
средние значения компонентов всех входных векторов прохода. 

Размер окрестности уменьшается с увеличением числа ша-
гов обучения. Процесс обучения карты Кохонена включает 2 
этапа: этап упорядочения векторов весовых коэффициентов в 
пространстве признаков и этап настройки. На этапе упорядочи-
вания размер окрестности уменьшается от начального значения 
(по умолчанию net.inputWeights{1,1}.learnParam.
init_neighborhood=3) до нулевого размера, используе-
мого на этапе настройки. Этап упорядочивания длится задан-
ное число шагов (по умолчанию net.inputWeights{1,1}.
learnParam.steps=100). На этапе настройки размер окрест-
ности равен нулю и в настройке участвует только нейрон-победи-
тель, веса которого рассчитываются как средние значения компо-
нентов входных векторов.

Программа som_advanced.m имеет вид:

% Solve a Clustering Problem with a Self-
Organizing Map

% Script generated by Neural Clustering app
% Created Sat May 17 21:21:47 GMT+04:00 2014
%
% This script assumes these variables are 

defined:
%
%   irisInputs - input data.

x = irisInputs;



114

% Create a Self-Organizing Map
dimension1 = 10;
dimension2 = 10;
net = selforgmap([dimension1 dimension2]);

% Train the Network
[net,tr] = train(net,x);

% Test the Network
y = net(x);

% View the Network
view(net)

% Plots
% Uncomment these lines to enable various 

plots.
%figure, plotsomtop(net)
%figure, plotsomnc(net)
%figure, plotsomnd(net)
%figure, plotsomplanes(net)
%figure, plotsomhits(net,x)
%figure, plotsompos(net,x)

% Deployment
% Change the (false) values to (true) to 

enable the following code blocks.
if (false)
  % Generate MATLAB function for neural network 

for application deployment
  % in MATLAB scripts or with MATLAB Compiler 

and Builder tools, or simply
  % to examine the calculations your trained 

neural network performs.
  genFunction(net,’myNeuralNetworkFunction’);
  y = myNeuralNetworkFunction(x);
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end
if (false)
  % Generate a matrix-only MATLAB function 

for neural network code
  % generation with MATLAB Coder tools.
  genFunction(net,’myNeuralNetworkFunction’,

’MatrixOnly’,’yes’);
  y = myNeuralNetworkFunction(x);
end
if (false)
  % Generate a Simulink diagram for simulation 

or deployment with.
  % Simulink Coder tools.
  gensim(net);
end

Программа также требует загрузки исходных данных. Про-
грамма отличается от som_simple.m только возможностью ге-
нерации кода для развертывания (Deployment).

3.2.5. Задания

Модифицируйте сгенерированную программу для решения 
задачи построения карты Кохонена для одного из указанных пре-
подавателем тестовых наборов данных, имеющихся в MATLAB. 
Проанализируйте полученные результаты.
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4.	 РАДИАЛЬНЫЕ БАЗИСНЫЕ СЕТИ 

4.1.	Радиальные базисные функции

Обозначения радиальной базисной функции нейронной сети 
(рис. 4.1), принятое в NNT MATLAB [1, 2], несколько отличается 
от принятого в литературе по нейронным сетям [3, 4]. 

Рис. 4.1. Радиальная базисная функция [2]

Радиальная базисная функция представляет собой функцию 
Гаусса (гауссиан) вида

	 ( ) 2

radbas na n e−= = ,	 (4.1)

где 

	 n b= −w p ,	 (4.2)

w – вектор весов, p – вектор входа, b – смещение.
Евклидова норма, т. е. расстояние ||w – p|| между вектором ве-

сов w и вектором входа p вычисляется функцией dist. 
Сравнение  и  с формулой гауссиана
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показывает, что вектор весов – это вектор центра, смещение – ве-
личина, обратная ширине.

На рис. 4.2 приведен пример графика радиальной базисной 
функции, полученной с помощью следующей последовательно-
сти команд

>> n = -5:0.1:5;
>> a = radbas(n);
>> plot(n,a)

Рис. 4.2. Пример графика радиальной базисной функции
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4.2.	Архитектура сети

Структура радиальной базисной нейронной сети показана на 
рис. 4.3.

Рис. 4.3. Архитектура радиальной базисной сети [2]

Сеть состоит из слоя радиальных базисных функций, содер-
жащего S1 функций, и линейного слоя, содержащего S2 нейронов.

Блок ||dist|| вычисляет евклидову норму разности между вход-
ным вектором p и i-ой строкой матрицы W1,1 весов первого слоя 
(эту строку называют вектором весов i-го нейрона). Выходом блока 
||dist|| является вектор из S1 элементов. Выход блока ||dist|| поэле-
ментно умножается (операция .* MATLAB) на вектор смещения b1 
и формирует вектор входов радиальных базисных функций. 

Выход первого слоя сети описывается в следующем виде:
a{1} = radbas(netprod(dist(net.IW{1,1},p), 

net.b{1})),
где radbas – радиальная базисная функция (4.1); netprod – 

функция поэлементного произведения взвешенных входов сети, 
реализующая выражение (4.2); функция dist вычисляет евкли-
дову норму; IW{1,1} – вектор весов первого слоя; p – вектор 
входов сети; b{1} – вектор смещений нейронов первого слоя. 

Практически такая запись нам не потребуется, так как все опе-
рации создания сети встроены в соответствующие функции.
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Линейный второй слой сети формирует выходы сети как ли-
нейную комбинацию поэлементного произведения выходов пер-
вого слоя на веса второго слоя и смещения второго слоя.

4.3.	Создание сети

4.3.1. Построение сети с числом нейронов, равным  
  числу обучающих примеров

В [1, 2] рассматриваемый подход называется созданием сети 
с нулевой ошибкой, что строго говоря, не является точным. Для 
создания сети используется функция

net = newrbe(Р,Т,SPREAD),
где Р – массив входных векторов, Т – массив целей, SPREAD 

– “параметр влияния” [1], влияющий на ширину радиальных ба-
зисных функций (SPREAD – англ. протяжение).

Функция newrbe создает столько нейронов радиального ба-
зисного слоя, сколько имеется входных векторов в массиве Р, и 
устанавливает веса первого слоя равными Р’(т. е. равными транс-
понированному массиву Р). При этом смещения устанавливаются 
равными 0.8326/SPREAD. Это означает, что уровень перекры-
тия радиальных базисных функций равен 0.5 и все входы в диа-
пазоне ±SPREAD считаются значимыми. Чем больший диапазон 
входных значений должен быть принят во внимание, тем большее 
значение параметра влияния SPREAD должно быть установлено. 

Веса второго слоя IW{2,1} и смещения b{2} могут быть 
найдены путем формирования выходов первого слоя A{1} и по-
следующего решения системы линейных алгебраических уравне-
ний (СЛАУ)

[W{2,1} b{2}] * [A{1}; ones] = T
Эта запись означает, что матрица, строки которой представля-

ют искомые векторы весов второго слоя (смещение второго слоя 
формально представляет собой вес, на который подается единич-
ный входной сигнал), умножается на матрицу, столбцы которой 
представляют смоделированные выходы первого слоя, а послед-
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ний столбец единичен. Это произведение принимается равным 
матрице целевых векторов.

Математически представленная запись представляет собой 
следующее. Зафиксировано число нейронов первого слоя, центры 
и ширина. На вход сети подаются обучающие векторы x1, x2, ... xm. 
При подаче вектор x1 выход сети должен быть равен значению t1 
целевого вектора и т. д. Тогда веса второго слоя можно опреде-
лить из решения системы линейных алгебраических уравнений
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где m – число нейронов первого слоя.
В матричной форме систему  запишем в виде wG = t, где 
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[ ]1 2, , , mw w w=w   – вектор-строка искомых весов, 
1 1, , , pt t t =  t  .

Для решения данной системы можно использовать решатель 
MATLAB, минимизирующий сумму квадратов ошибок Wb = T/
[P; ones(1,Q)]

Обратите внимание, что в данном случае используется реша-
тель «прямой слеш», так как искомые векторы-строки умножают-
ся на известную матрицу.

Рассмотрим пример [2] использования функции newrbe для 
построения сети аппроксимирующей функцию, заданную 21 зна-
чением аргумента (входами)

>> P = -1:.1:1; 
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и соответствующими значениями функции (выходами)
>> T = [-.9602 -.5770 -.0729  .3771  .6405  

.6600  .4609 ...
      .1336 -.2013 -.4344 -.5000 -.3930 -.1647  

.0988 ...
      .3072  .3960  .3449  .1816 -.0312 -.2189 

-.3201];
Построим график обучающего множества (рис. 4.4):
>> plot(P,T,’*r’,’LineWidth’, 2)
>> grid on
>> xlabel(‘Входной вектор P’);
>> ylabel(‘Целевой вектор T’);
>> hold on

Рис. 4.4. Обучающее множество

Создадим сеть с помощью функции newrbe:
>> net = newrbe(P,T);
Warning: Rank deficient, rank = 13,  tol = 

2.2386e-014.
> In newrbe>designrbe at 137
  In newrbe>create_network at 121
  In newrbe at 63
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Предупреждение Warning: Rank deficient означает, что 
решаемая система линейных алгебраических уравнений име-
ет неполный ранг, равный 13. Значит, в матрице  системы из 21 
столбца линейно независимыми являются только 13 столбцов, 
достигнута точность tol=2.2386e-014.

Промоделируем работу сети на векторах из обучающего мно-
жества:

>> V = net(P);
Построим график результатов моделирования сети (рис. 4.5)
>> plot(P,V,’ob’,’MarkerSize’,12)

Рис. 4.5. Результаты моделирования работы сети

На обучающем множестве сеть практически идеально аппрок-
симирует функцию. Но известно [3], что радиальная базисная 
сеть может обладать плохой обобщающей способностью. В част-
ности, плохой обобщающей способностью может обладать сеть, 
построенная с помощью функции newrbe. Рассмотрим элемен-
тарный пример. Аппроксимируем функцию sin на 7 примерах:

>> P1=0:pi/3:2*pi;
>> T1=sin(P1);
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>> net1 = newrbe(P1,T1);
Построим график:
>> plot(P1,T1,’*r’,’LineWidth’, 2)
>> grid on
>> xlabel(‘Входной вектор P1’);
>> ylabel(‘Целевой вектор T1’);
>> hold on
Промоделируем работу сети на векторах из обучающего мно-

жества:
>> V1 = net1(P1);
Построим график результатов моделирования сети (рис. 4.6)
>> plot(P1,V1,’ob’,’MarkerSize’,12)
>> hold on
Результат, как следовало ожидать, отличный (рис. 4.6).

Рис. 4.6. Результаты моделирования работы 
сети на обучающем множестве

Теперь промоделируем работу сети на 25 примерах:
>> P2=0:pi/12:2*pi;
>> T2=sin(P2);
>> plot(P2,T2)
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>> hold on
>> V2 = net1(P2);
>> plot(P2,V2,‘+‘,‘MarkerSize‘,6)
Результат на примерах, которые не использовались при по-

строении сети, заметно отличается от целевого значения (рис. 4.7)

Рис. 4.7. Результаты моделирования работы сети на 
множестве из 25 примеров (крестообразный маркер)

4.3.2. Итерационная процедура формирования сети

Функция net = newrb(Р,Т,GOAL,SPREAD), где Р – мас-
сив входных векторов, Т – массив целей, GOAL – допустимая 
среднеквадратичная ошибка сети, SPREAD – “параметр влияния” 
создает сеть, добавляя по одному нейрону на каждом шаге об-
учения. Сначала первый слой не содержит нейронов. Сеть мо-
делируется и определяется вектор входа, дающий наибольшую 
погрешность сети. В первый слой добавляется нейрон с весами, 
равными этому вектору входа. Веса линейного слоя находятся 
из решения системы линейных алгебраических уравнений, как в 
функции newrbe,  но система будет с прямоугольной матрицей. 
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На втором шаге аналогично находится  вектор, дающий наиболь-
шую погрешность и добавляется нейрон первого слоя с весами, 
равными этому вектору. Так продолжается, пока среднеквадра-
тичная ошибка сети не станет меньше заданной величины GOAL.

С помощью функции newrb создадим такую же сеть, которую 
создали с помощью функции newrbe.

>> P = -1:.1:1; 
и соответствующими значениями функции (выходами)
>> T = [-.9602 -.5770 -.0729  .3771  .6405  

.6600  .4609 ...
      .1336 -.2013 -.4344 -.5000 -.3930 -.1647  

.0988 ...
      .3072  .3960  .3449  .1816 -.0312 -.2189 

-.3201];
Построим график обучающего множества (рис. 4.8):
>> plot(P,T,’*r’,’LineWidth’, 2)
>> grid on
>> xlabel(‘Входной вектор P’);
>> ylabel(‘Целевой вектор T’);
>> hold on

Рис. 4.8. Обучающее множество для функции newrb
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Естественно, графики рис. 4.4 и 4.8 совпадают.
Зададим допустимую погрешность:
>>goal=0.01;
Создадим сеть (параметр SPREAD по умолчанию равен 1):
>> net=newrb(P,T,goal);
NEWRB, neurons = 0, MSE = 0.176192
NEWRB, neurons = 2, MSE = 0.160368
NEWRB, neurons = 3, MSE = 0.128338
NEWRB, neurons = 4, MSE = 0.0275185
NEWRB, neurons = 5, MSE = 0.0264878
NEWRB, neurons = 6, MSE = 0.00046188
График обучения сети показан на рис. 4.9

Рис. 4.9. График обучения сети

Число эпох на графике рис. 4.9 равно числу нейронов первого 
слоя, в нашем случае – 6. Число нейронов первого слоя можно 
найти и такой командой:

>> net.layers{1}.size 
ans =
     6
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Найдем координаты центров радиальных базисных функций 
(в терминах NNT MATLAB – это веса первого слоя):

>> net.IW{1}
ans =
   -1.0000
   -0.9000
   -0.8000
   -0.7000
    1.0000
   -0.6000
Легко проверить, что для обучающего множества сеть очень 

точно аппроксимирует функцию.
Повторим пример аппроксимации функции sin . Для выпол-

нения примера надо повторить все команды, использовавшиеся в 
эксперименте, заменив функцию newrbe на newrb. Результаты 
(рис. 4.10) близки к результатам использования функции со всеми 
её недостатками. Но число нейронов первого слоя сократилось.

Рис. 4.10. Результаты моделирования работы 
сети, созданной функцией newrb
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4.4.	Задания

1. Используя градиентный метод обучения, постройте ради-
альную базисную нейронную сеть, аппроксимирующую задан-
ную функцию:

а) 22sin , [0;1]y x x= ∈

б) cos4 , [ ; ]xy x
x

= ∈ −π π

в) 20,5 4,8 3,5, [0;1]y x x x= − + ∈

д) 3 12, [0;1]y x x= − ∈

е) [ ]1 2 1 2sin , 1;10 , 90 ;90y x x x x  = ⋅ ∈ ∈ − 
 

ж) [ ]1 2 1 2cos , 1;10 , 90 ;90y x x x x  = ⋅ ∈ ∈ − 
 
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5.	 СЕТИ ХОПФИЛДА

5.1.	Архитектура сети 

Особенностью архитектуры рекуррентных сетей является на-
личие блоков динамической задержки и обратных связей. Вся-
кий целевой вектор можно рассматривать как набор характерных 
признаков некоторого объекта. Если создать рекуррентную сеть, 
положение равновесия которой совпадало бы с этим целевым 
вектором, то такую сеть можно было бы рассматривать как ассо-
циативную память. Поступление на вход такой сети некоторого 
набора признаков в виде начальных условий приводило бы ее в 
то или иное положение равновесия, что позволяло бы ассоции-
ровать вход с некоторым объектом. Именно такими ассоциатив-
ными возможностями и обладают сети Хопфилда. Они относятся 
к классу рекуррентных нейронных сетей, обладающих тем свой-
ством, что за конечное число тактов времени они из произвольно-
го начального состояния приходят в состояние устойчивого рав-
новесия, называемое аттрактором. Количество таких аттракторов 
определяет объем ассоциативной памяти сети Хопфилда. 

Спроектировать сеть Хопфилда – значит создать рекуррент-
ную сеть с множеством точек равновесия, таких, что при задании 
начальных условий сеть в конечном счете приходит в состояние 
покоя в одной из этих точек. Свойство рекурсии проявляется в 
том, что выход сети подается обратно на вход. Можно надеяться, 
что выход сети установится в одной из точек равновесия. Извест-
ные методы синтеза сети Хопфилда не являются абсолютно со-
вершенным в том смысле, что синтезируемая сеть в дополнение 
к желаемым может иметь паразитные точки равновесия. Однако 
число таких паразитных точек должно быть сведено к минимуму 
за счет конструирования метода синтеза. Более того, область при-
тяжения точек равновесия должна быть максимально большой.

В Neural Networks Toolbox системы MATLAB используем ме-
тод синтеза модифицированной сети Хопфилда, основанный на 
построении системы линейных дифференциальных уравнений 
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первого порядка, которая задана в некотором замкнутом гипер-
кубе пространства состояний и имеет решения в вершинах этого 
гиперкуба [12]. Такая сеть несколько отличается от классической 
модели Хопфилда, но она проще для понимания и проектирова-
ния, и мы будем ссылаться на нее как на модифицированную сеть 
Хопфилда.

Архитектура модифицированной сети Хопфилда представлена 
на рис. 5.1. Вход p устанавливает значения начальных условий. 
Сеть представляет собой симметричный насыщенный линейный 
слой (Symmetric saturated linear layer). Сеть работает по тактам 
(шагам). Выход сети a1(k) – выход сети на k-ом такте работы. 
Начальные условия имеют вид a1(k)=p. Задержка на один такт 
обозначена на рис. 5.1 как D. 

Рис. 5.1. Архитектура сети Хопфилда

Сеть Хопфилда использует линейную функцию активации с 
насыщением satlins (рис. 5.2).
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Рис. 5.2. Линейная функция активации с насыщением

Для входов меньше, чем -1 функция satlins дает -1. Для 
входа в диапазоне от -1 до +1 функция просто возвращает исход-
ное значение. Для входов больше, чем 1 возвращает 1. 

Сеть Хопфилда может быть промоделирована с одним или 
большим количеством векторов входа, которые задаются как на-
чальные условия. После того как начальные условия заданы, сеть 
генерирует выход, который по обратной связи подается на вход. 
Этот процесс повторяется много раз, пока выход не установится в 
положение равновесия. Можно надеяться, что каждый выходной 
вектор, в конечном счете, сойдется к одной из точек равновесия, 
наиболее близкой к входному сигналу.

Сеть Хопфилда описывается следующим образом

( ) ( )( ) ( )1 11 1 1satlins 1 , 0k k= − + =1a LW a b a p ,

где LW11 – матрица весов, b1 – вектор смещения.

5.2.	Создание сети

5.2.1. Создание модифицированных сетей Хопфилда

Сеть Хопфилда создается функцией newhop. Алгоритм синте-
за сети реализован в функции solvehop2, являющейся подфунк-
цией функции newhop (описание функции solvehop2 см. в [1]).
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Если задано множество целевых точек равновесия, представ-
ленных матрицей Т, то функция newhop возвращает матрицу ве-
сов и вектор смещений для рекуррентного слоя сети Хопфилда. 
При этом гарантируется, что точки устойчивого равновесия будут 
соответствовать целевым векторам, но могут появиться и так на-
зываемые паразитные точки. В процессе синтеза сети число та-
ких нежелательных точек сводится к минимуму.

Когда сеть спроектирована, она может быть проверена с од-
ним или большим числом векторов входа. Весьма вероятно, что 
векторы входа, близкие к целевым точкам, равновесия найдут 
свои цели. Способность модифицированной сети Хопфилда бы-
стро обрабатывать наборы векторов входа позволяет проверить 
сеть за относительно короткое время. Сначала можно проверить, 
что точки равновесия целевых векторов действительно принадле-
жат вершинам гиперкуба, а затем можно определить области при-
тяжения этих точек и обнаружить паразитные точки равновесия, 
если они имеются.

Рассмотрим следующий пример [2]. Предположим, что требу-
ется создать модифицированную сеть Хопфилда с двумя точками 
равновесия, заданными в трехмерном пространстве:

>> T=[-1 -1 1; 1 -1 1]’
T =
    -1     1
    -1    -1
     1     1
Выполним синтез сети, используя М-функцию newhop:
>> net = newhop(T);
Проверим, что разработанная сеть имеет устойчивые состоя-

ния в этих двух точках. Выполним моделирование сети Хопфил-
да, приняв во внимание, что эта сеть не имеет входов и содержит 
рекуррентный слой; в этом случае целевые векторы определяют 
начальное состояние слоя Ai, а второй аргумент функции net 
представляет собой пустой массив ячеек, первый аргумент задает 
шаг дискретности и число временных шагов (тактов) – использу-
ем два шага. Функция возвращает массив ячеек Y, соответствую-
щих каждому временному шагу
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>> Ai = {T};
>> [Y,Pf,Af] = net(cell(1,2),{},Ai);
>> Y{2,2}
ans =
    -1     1
    -1    -1
     1     1
Выходными аргументами функции net являются массив яче-

ек выходов сети Y, состояния на линиях задержки входов после 
моделирования Pf, состояния на линиях задержки слоев после 
моделирования Af. Аргументы Pf и Af можно опустить. Дей-
ствительно, устойчивые положения равновесия сети находятся в 
назначенных точках.

Зададим другое начальное условие в виде массива ячеек:
>> Ai = {[-0.9; -0.8; 0.7]};
Эта точка расположена вблизи первого положения равновесия, 

так что можно ожидать, что сеть будет сходиться именно к этой 
точке. Чтобы убедиться, что это произойдет, промоделируем ра-
боту сети на 5 шагах:

>> [Y,Pf,Af] = net(cell(1, 5),{},Ai);
>> Y{1,1}
ans =
    -1
    -1
     1
Сеть из заданного начального состояния вернулась в устой-

чивое положение равновесия. Желательно, чтобы сеть вела себя 
аналогичным образом при задании любой начальной точки в пре-
делах куба, вершины которого составлены изо всех комбинаций 
чисел 1 и -1 в трехмерном пространстве. К сожалению, этого 
нельзя гарантировать, и достаточно часто сети Хопфилда вклю-
чают нежелательные паразитные точки равновесия.

Рассмотрим сеть Хопфилда с четырьмя нейронами (програм-
ма Hopfield.m):

% Программа моделирования модифицированной 
сети Хопфилда
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clear % очистка рабочего пространства
clc % очистка командного окна
close all % Закрытие всех окон
T=[1 -1; -1 1; 1 1; -1 -1]’
% точки равновесия
plot(T(1, :), T(2, :), ‘*r’);
axis([-1.1 1.1 -1.1 1.1]);
title(‘Точки равновесия сети Хопфилда’);
xlabel(‘a(1)’), ylabel(‘a(2)’);
grid on;
disp(‘Нажмите Enter’)
pause
% Создание сети
net=newhop(T);
% Проверка принадлежности вершин квадрата к 

сети Хопфилда
Ai = {T};
Y = net(cell(1,2),{},Ai);
disp(‘Проверка принадлежности вершин квадра-

та к сети Хопфилда’);
Y{1,1}
% Поведение сети при случайных начальных ус-

ловиях
plot(T(1, :),T(2, :), ‘r*’);
hold on;
axis([-1.5 1.5 -1.5 1.5]);
xlabel(‘a(1)’), ylabel(‘a(2)’);
for i=1:25
    a={[-1.5; -1.5]+3*rand(2,1)}; % случайный 

вектор
    Y=net(cell(1,50), {}, a); %модел. при 

случ. нач. условиях

    % Y - массив ячеек, соответствующих ка-
ждому шагу моделирования

    record=[cell2mat(a) cell2mat(Y)];
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    start=cell2mat(a);
    plot(start(1,1), start(2, 1), ‘kx’, 

record(1, :), record(2, :));
end
grid on
title(‘Поведение сети при случайных начальных 

условиях’);

Сначала определим 4 точки равновесия в виде следующего 
массива целевых векторов

T =
     1    -1     1    -1
    -1     1     1    -1
Следующий фрагмент программы строит эти 4 точки равнове-

сия на плоскости состояний сети Хопфилда (рис. 5.3):
plot(T(1, :), T(2, :), ‘*r’);
axis([-1.1 1.1 -1.1 1.1]);
title(‚Точки равновесия сети Хопфилда‘);
xlabel(‘a(1)’), ylabel(‘a(2)’);
grid on;

Рис. 5.3. Точки равновесия сети Хопфилда
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Далее создается сеть Хопфилда
net=newhop(T);
И проверяется, принадлежат ли вершины квадрата к сети Хоп-

филда
Ai = {T};
Y = net(cell(1,2),{},Ai);
disp(‘Проверка принадлежности вершин квадра-

та к сети Хопфилда’);
Y{1,1}
Как и следовало ожидать, выходы сети равны целевым векторам.
Далее проверяется поведение сета при случайных начальных 

условиях:
plot(T(1, :),T(2, :), ‘r*’);
hold on;
axis([-1.5 1.5 -1.5 1.5]);
xlabel(‘a(1)’), ylabel(‘a(2)’);
for i=1:25
    a={[-1.5; -1.5]+3*rand(2,1)}; % случайный 

вектор
    Y=net(cell(1,50), {}, a); %модел. при 

случ. нач. условиях
    % Y - массив ячеек, соответствующих ка-

ждому шагу моделирования
    record=[cell2mat(a) cell2mat(Y)];
    start=cell2mat(a);
    plot(start(1,1), start(2, 1), ‘kx’, 

record(1, :), record(2, :));
end
grid on
title(‘Поведение сети при случайных начальных 

условиях’);
Для проверки 25 раз формируются ячейки, содержащие слу-

чайные векторы начальных состояний
a={[-1.5; -1.5]+3*rand(2,1)}; 
Случайные векторы имеют координаты, равномерно распреде-

ленные от -1.5 до +1.5. Таким образом, точки начальных состоя-
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ний располагаются случайным образом в квадрате с координата-
ми вершин (-1.5, -1,5), (-1.5, 1,5), (1.5, 1,5), (1.5, -1,5). Результат 
представлен на рис. 5.4.

Рис. 5.4. Поведение сети при случайных начальных условиях

В зависимости от начального состояния сеть за 50 шагов пере-
ходит в одну из точек равновесия.

5.2.2. Использование псевдоинверсии для синтеза  
  сети Хопфилда

Для синтеза сети Хопфилда можно использовать псевдоинвер-
сию [4]. Такой подход называют еще обучением сети Хопфилда 
методом проекций. Подход основан на предположении, что при 
правильно подобранных весах каждая поданная на вход выборка 
генерирует на выходе самоё себя. Применительно к известным 
целевым векторам T в матричной форме можно записать WT=T, 
где W – неизвестная матрица весов размерностью N×N (в сети 
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Хопфилда число нейронов равно числу входов), T – известная ма-
трица N×n, составленная из n целевых векторов.

Необходимо найти матрицу W. Так как T – прямоугольная ма-
трица, то для нахождения W можно использовать псевдообрат-
ную матрицу [13] W=TT+, где T+ – псевдообратная матрица (ма-
трица Мура-Пенроуза) для T.

В MATLAB псевдообратную матрицу вычисляет функция pinv, 
основанная на сингулярном разложении (SVD) матрицы T [13]. Этот 
метод обладает большой устойчивостью к неточностям задания эле-
ментов матрицы и погрешностям округления. Тогда W=T*pinv(T). 

Программу Hopfield_pinv.m, использующую псевдоинвер-
сию для синтеза сети Хопфилда, построим на основе программы 
Hopfield.m. Отличие состоит в вычислении матрицы весов по 
формуле W=T*pinv(T) и присвоении весам модели, созданной 
стандартной функцией newhop(T), вычисленных значений. 
Смещения принимаются нулевыми [14].

% Синтез сети Хопфилда с использованием псев-
доинверсии

clear % очистка рабочего пространства
clc % очистка командного окна
close all % Закрытие всех окон
T=[1 -1; -1 1; 1 1; -1 -1]’
% точки равновесия
plot(T(1, :), T(2, :), ‘*r’);
axis([-1.1 1.1 -1.1 1.1]);
title(‘Точки равновесия сети Хопфилда’);
xlabel(‘a(1)’), ylabel(‘a(2)’);
grid on;
disp(‘Нажмите Enter’)
pause
% Создание сети
disp(‘Веса, вычисленные псевдоинверсией’);
WP=T*pinv(T)    % Вычисление весов методом 

псевдоинверсии
net=newhop(T);  % Синтез модифицированной 

сети Хопфилда
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disp(‘Веса модифицированной сети Хопфилда’);
W=net.LW{1,1}   % Веса модифицированной сети
%b=net.b{1,1}    % СмещениЯ модифицированной 

сети
% Присвоение параметрам модифицированной сети 

значений, 
% полученных псевдоинверсией
b=[0;0;0]; %В сети, синтезированной псевдоин-

версией, нулевой вектор b
W={WP}; % Преобразование в массив ячеек
% Проверка принадлежности вершин квадрата к 

сети Хопфилда
Ai = {T};
Y = net(cell(1,2),{},Ai);
disp(‘Проверка принадлежности вершин квадра-

та к сети Хопфилда’);
Y{1,1}
 
% Поведение сети при случайных начальных ус-

ловиях
plot(T(1, :),T(2, :), ‘r*’);
hold on;
axis([-1.5 1.5 -1.5 1.5]);
xlabel(‘a(1)’), ylabel(‘a(2)’);
for i=1:25
    a={[-1.5; -1.5]+3*rand(2,1)}; % случайный 

вектор
    Y=net(cell(1,50), {}, a); %модел. при 

случ. нач. условиях
    % Y - массив ячеек, соответствующих ка-

ждому шагу моделирования
    record=[cell2mat(a) cell2mat(Y)];
    start=cell2mat(a);
    plot(start(1,1), start(2, 1), ‘kx’, 

record(1, :), record(2, :));
end



140

grid on
title(‘Поведение сети при случайных начальных 

условиях’);
Веса, вычисленные с помощью псевдоинверсии, несколько от-

личаются от весов модифицированной сети Хопфилда
Веса, вычисленные псевдоинверсией
WP =
    1.0000   -0.0000
         0    1.0000
Веса модифицированной сети Хопфилда
W =
    1.1618         0
         0    1.1618
Поведение сети при случайных начальных условиях имеет тот 

же характер, как и в случае модифицированной сети Хопфилда.

5.3. Задания

1. Проделайте все примеры, приведенные в работе.
2. Исследуйте влияние числа временных шагов на достиже-

ние устойчивого состояния модифицированной сети Хопфилда и 
сети, синтезированной с использование псевдоинверсии. 



141

6.	 ИНДИВИДУАЛЬНЫЕ ЗАДАНИЯ ДЛЯ 
САМОСТОЯТЕЛЬНОЙ РАБОТЫ

6.1.	Методические указания

Необходимо разработать программу моделирования ней-
ронной сети для решения конкретной задачи в Neural Network 
Toolbox системы MATLAB.

Прежде всего, необходимо провести анализ задания и разо-
браться с исходными данными. Исходные данные, указанные 
в каждом задании, берутся из Репозитория UCI (UCI Machine 
Learning Repository http://mlr.cs.umass.edu/ml/). UCI – это круп-
нейший репозиторий реальных и модельных задач машинного 
обучения, созданный в университете г. Ирвайн (Калифорния, 
США). Содержит реальные данные по прикладным задачам в об-
ласти биологии, медицины, физики, техники, социологии, и др. 
Задачи (наборы данных, data set) этого репозитория чаще всего 
используются научным сообществом для эмпирического анализа 
алгоритмов машинного обучения. Краткое описание репозитория 
на русском языке можно найти здесь: http://www.machinelearning.
ru/wiki/index.php?title=UCI. 

Внимание! Загруженные из репозитория файлы могут содер-
жать пустую последнюю строку, которую необходимо удалить!

Исходные данные представляют собой текстовые файлы. За-
грузку текстового файла рассмотрим на примере файла iris.
data, первые четыре столбца которого являются характеристи-
ками цветков ириса, представленными в форме вещественных 
чисел. Последний столбец – латинские названия сортов ирисов, 
записанные в форме строк символов. В качестве разделителей по-
лей в файле используется запятая. 

Качественные входные переменные в таблице исходных дан-
ных часто представляются строковыми переменными, в нашем 
примере – названия сортов цветов. Часто качественные перемен-
ные кодируются порядковым номером значения качественного 
признака, например, 1, 2, 3, 4. Качественные переменные необхо-
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димо кодировать. При кодировании бинарных признаков в зави-
симости от вида функции активации “ложь” кодируется как “-1” 
или “0”, а “истина” – как “1”.

Для кодирования неупорядоченной качественной переменной 
используется вектор, содержащий столько компонентов, сколько 
значений может принимать этот качественная переменная. Пусть 
[a, b] – интервал изменения входных данных. Как правило, этот 
интервал равен [0, 1] или [–1, 1]. Тогда первое значение неупо-
рядоченной переменной кодируется вектором [b a a ... a], второе 
значение – вектором [a b a ... a], третье – вектором [a a b ... a] и 
так далее. Упорядоченные качественные переменные также коди-
руются в виде векторов, имеющих стольких компонентов, сколь-
ко значений у переменной. Но, в отличие от неупорядоченных 
переменных необходимо накапливать число максимальных ком-
понентов. Например, если значения качественной переменной 
упорядочены следующим образом: 1 2 ... nc c c   , то значению 
c1 соответствует вектор [b a a ... a], значению c2 соответствует 
вектор [b b a ... a], значению cn соответствует вектор [b b b ... b]. 

Кодирование качественных переменных несложно реализовать 
программным путем. Но проще в текстовом файле исходных данных 
провести замену всех значений качественной переменной на соот-
ветствующие компоненты векторов и удалить столбцы с текстовыми 
переменными. Например, все значения выходной переменной Iris-
setosa надо заменить на 1,0,0, значения Iris-versicolor заме-
нить на 0,1,0, значения Iris-virginica заменить на 0,0,1. 

Если качественная переменная обозначена порядковым номе-
ром ее значения, то качественная переменная заменяется векто-
ром, содержащим столько компонент, каково максимальное значе-
ние переменной. Например, если качественная переменная при-
нимает значения 1, 2, 3, 4, то она заменяется вектором из четырех 
значений. Проблема может состоять в том, в исходной таблице 
может быть несколько столбцов качественных переменных, при-
нимающих разное число значений. Например, качественная пе-
ременная одного столбца принимает 3 значения, а другого столб-
ца – 5 значений. Использование формальной замены приведет к 
некорректным данным.
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Следует учесть, что исходные данные могут содержать пропу-
ски. Надо определить, каким символом обозначается пропуск, и 
заполнить пропуски, как будет показано ниже.  Пропуски проще 
заполнить в MATLAB. В крайнем случае, допускается удаление 
неполных данных.

Преобразуем в блокноте файл iris.data в файл iris_1.
txt, в котором в результате кодирования качественных перемен-
ных последний столбец заменен тремя столбцами. Пропусков 
данных в нашем примере нет.

Далее необходимо разделить данные на входные и целевые 
(известные выходные). Подготовку исходных данных для ней-
ронной сети проще выполнить вручную, редактируя файл исход-
ных данных и выполняя операции в командном окне MATLAB.

Для чтения текстового файла с исходными данными исполь-
зуем функцию textscan. Предварительно необходимо открыть 
текстовый файл для чтения и получить идентификатор fid файла. 
Если файл расположен в текущем директории, это можно сделать 
командой

>>fid = fopen(‘iris_1.txt’,’r’);
Если файл расположен не в текущем директории, то необходи-

мо указать полный путь к файлу. При успешном открытии файла 
возвращается положительное значение идентификатора файла. 
Отрицательное значение идентификатора говорит о том, что не 
удалось открыть (например, файл с указанным именем отсутству-
ет в текущем директории).

В нашем примере чтение текстового файла производится сле-
дующим образом

>> C = textscan(fid, ‘%f%f%f%f%u%u%u’,’Delimi
ter’,’,’);

Здесь %f%f%f%f%u%u%u – формат (первые четыре столбца – 
вещественные числа, последние четыре – целые числа без знака), 
Delimiter – параметр, задающий вид разделителя. Специфика-
цию форматов можно узнать, задав команду help textscan.

Функция возвращает массив ячеек C. Первая ячейка C{1} пред-
ставляет собой массив – первый столбец таблицы исходных дан-
ных. Остальные ячейки представляют другие столбцы таблицы. 
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Обучающая выборка должна представлять собой два двумерных 
массива: массив входных данных (обозначим P) и массив целевых 
данных (обозначим T). Каждый столбец этих массивов является 
частью  соответствующей строки текстового массива исходных 
данных. В нашем примере первые четыре элемента каждой строки 
используются как входные данные, следующие три – как целевые. 
Массивы легко формируются с использование транспонирования 
массивов, расположенных в ячейках массива C:

>> P=[C{1}’;C{2}’;C{3}’;C{4}’];
>> T=[C{5}’;C{6}’;C{7}’];
Это означает, что к вектору-строке, полученной из векто-

ра-столбца, расположенного в ячейке C{1}, снизу присоединяет-
ся вектор-строка, полученная из вектора-столбца, расположенно-
го в ячейке C{2} и так далее.

Теперь в рабочем пространстве MATLAB содержатся два мас-
сива P и T, которые может использовать программа. Решение 
задачи моделирования нейронной сети проще всего начать, ис-
пользуя инструменты Neural Network Toolbox с графическим ин-
терфейсом, например, для задачи распознавания образов – Neural 
Network Pattern Recognition Tool. Для этого необходимо сохра-
нить в текущем директории массивы, из рабочего пространства, 
в нашем примере сохраним P.mat и T.mat. Далее эти массивы 
загружаются в инструмент Neural Network Toolbox. В программу 
моделирования файлы входных данных и целей (если они отсут-
ствуют в рабочем пространстве) загружаются с помощью функ-
ции load. 

Исходные данные могут содержать пропуски (отсутствие дан-
ных). В данных, загруженных из Репозитория UCI, отсутствую-
щие данные обычно обозначаются вопросительным знаком. Об-
учающая выборка не должна содержать пропущенные данные. В 
общем виде заполнение пропусков представляет собой довольно 
сложную задачу. Если в исходной таблице немного строк с про-
пущенными данными, то можно удалить эти строки. Пропуски 
в числовых входных данных можно заполнить в MATLAB с по-
мощью функции fixunknowns. Для этого в исходной таблице 
пропущенные данные необходимо заменить строками NaN. Про-



145

ще всего это сделать заменой в блокноте. Далее, как уже было 
описано, читается текстовый файл с пропущенными данными, 
отмеченными как NaN. Форматы столбцов, содержащих пропу-
ски надо оставить цифровыми. В сформированных после чтения 
текстового файла массивах ячеек пропущенные значения будут 
отмечены NaN. Далее, как было описано, формируются входы 
нейронной сети. Функция fixunknowns применяется к сформи-
рованному массиву входов сети. В простейшем виде обращение 
к функции имеет вид 

>>P1= fixunknowns(P)
где P – массив входных данных с пропусками, P1 – массив 

входных данных с заполненными пропусками.
Функция заменяет каждую строку с пропусками двумя стро-

ками. Первая строка представляет собой исходную строку, в ко-
торой пропущенные значения NaN заменены на среднее значение 
по данной строке. Во второй (служебной) строке единицы ука-
зывают на не измененные элементы, нули – на восстановленные. 
Служебные строки необходимо удалить, что несложно сделать 
вручную. Далее следует массив с заполненными пропусками со-
хранить с помощью функции save. Если массив P1 подготов-
ленных данных сохраняется в текущем каталоге, то обращение к 
функции имеет вид

>>save(‘P1’)
Файл ‘P1’ сохраняется с расширением mat. Для сохранения 

файла в произвольном месте необходимо указать полный путь к 
файлу. 

С помощью функции fixunknowns нельзя заполнить пропу-
ски в качественных данных и целевых значениях любого типа. 
Заполнение средним значением не всегда возможно. Например, 
если пропущенные значения представляют собой результаты 
анализов здоровых и больных пациентов, то заполнение сред-
ним значение некорректно. Однако можно разделить таблицу 
исходных данных на две части – на данные здоровых и больных 
пациентов. Тогда заполнение средним значением в каждой та-
блице допустимо. После заполнения пропусков таблицы следу-
ет объединить.
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По результатам индивидуального задания оформляется отчет. 
Отчет о выполнении индивидуального задания должен содержать 
титульный лист, оформленный по правилам оформления отчетов 
по лабораторным работам. В качестве названия отчета указать 
название задания, например, Ирисы Фишера. В качестве вида до-
кумента указать: Индивидуальное задание по дисциплине “Ней-
ронные сети и нечеткие системы”

Отчет должен содержать следующие разделы.
Постановка задачи
Описывается задача (что надо сделать) и исходные данные за-

дачи (атрибуты). Указывается наличие пропусков в данных. 
Описание метода решения
Обосновывается выбор вида нейронной сети и предполагае-

мых экспериментов с сетью. В тексте должны быть ссылки на 
источники.

Описание программы
Описывается разработанная программа.
Анализ результатов
Проводится анализ результатов решения задачи.
Заключение
Общий вывод (в терминах исходной задачи). Вывод, какую 

сеть рекомендуется использовать для решения данной задачи.
Список использованных источников

6.2.	Варианты заданий

1. Ирисы Фишера
Провести классификацию сортов цветка ирис на три вида: 

Iris Setosa, Iris Versicolour, Iris Virginica. 
Исходные данные загрузить из репозитория UCI, создан-

ного в Калифорнийском университете в Ирвайне (University of 
California, Irvine): http://archive.ics.uci.edu/ml/datasets/Iris

2. Определение сорта стекла
Классифицировать стекло либо как оконное, либо как не окон-

ное в зависимости от химического состава стекла.
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Исходные данные загрузить из репозитория UCI, созданного в 
Калифорнийском университете в Ирвайне (University of California, 
Irvine): http://archive.ics.uci.edu/ml/datasets/Glass+Identification 

3. Классификация вин
Классифицировать вина по трем винным заводам Италии на 

основе составляющих, найденных с помощью химического ана-
лиза.

Исходные данные загрузить из репозитория UCI, создан-
ного в Калифорнийском университете в Ирвайне (University of 
California, Irvine): http://archive.ics.uci.edu/ml/datasets/Wine

4. Классификация грибов
Классифицировать грибы на съедобные и несъедобные.
Исходные данные загрузить из репозитория UCI, создан-

ного в Калифорнийском университете в Ирвайне (University of 
California, Irvine): http://archive.ics.uci.edu/ml/datasets/Mushroom 

5. Классификация автомобилей
Классифицировать автомобили по безопасности и стоимости 

страховки.
Исходные данные загрузить из репозитория UCI, создан-

ного в Калифорнийском университете в Ирвайне (University of 
California, Irvine): http://archive.ics.uci.edu/ml/datasets/Automobile

6. Определение качества вина
По характеристикам классифицировать по качеству порту-

гальское вино.
Исходные данные загрузить из репозитория UCI, созданного в 

Калифорнийском университете в Ирвайне (University of California, 
Irvine): http://archive.ics.uci.edu/ml/datasets/Wine+Quality

7. Оценка автомобилей
Классифицировать автомобили на очень хорошие (vgood), хо-

рошие (good), приемлемые (acc) и неприемлемые (unacc).
Исходные данные загрузить из репозитория UCI, созданного в 

Калифорнийском университете в Ирвайне (University of California, 
Irvine): http://archive.ics.uci.edu/ml/datasets/Car+Evaluation

8. Диагностика заболеваний печени
По анализам крови диагностировать заболевания печени, ко-

торые могут возникнуть от чрезмерного потребления алкоголя.
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Исходные данные загрузить из репозитория UCI, созданного в 
Калифорнийском университете в Ирвайне (University of California, 
Irvine): http://archive.ics.uci.edu/ml/datasets/Liver+Disorders

9. Классификация получателей кредита
Классифицировать получателей кредита на надежных и нена-

дежных (задача кредитного скоринга).
Исходные данные загрузить из репозитория UCI, создан-

ного в Калифорнийском университете в Ирвайне (University of 
California, Irvine): http://archive.ics.uci.edu/ml/datasets/Statlog+%2
8German+Credit+Data%29

10. Классификация пациентов-сердечников
Надо определить тех, кто проживет больше года после инфар-

кта.
Исходные данные загрузить из репозитория UCI, созданного в 

Калифорнийском университете в Ирвайне (University of California, 
Irvine): http://archive.ics.uci.edu/ml/datasets/Echocardiogram

11. Определение пациентов, которые успешно проходят по-
слеоперационную реабилитацию

Исходные данные загрузить из репозитория UCI, создан-
ного в Калифорнийском университете в Ирвайне (University 
of California, Irvine): http://archive.ics.uci.edu/ml/datasets/Post-
Operative+Patient

12. Классификация окончания игры в крестики нолики
Исходные данные загрузить из репозитория UCI, созданного в 

Калифорнийском университете в Ирвайне (University of California, 
Irvine): http://archive.ics.uci.edu/ml/datasets/Tic-Tac-Toe+Endgame

13. Определение класса животных (птица, рептилия, рыба 
и т.п.) по признакам

Исходные данные загрузить из репозитория UCI, создан-
ного в Калифорнийском университете в Ирвайне (University of 
California, Irvine): http://archive.ics.uci.edu/ml/datasets/Zoo

14. Диагностика заболеваний кожи (дерматология)
Исходные данные загрузить из репозитория UCI, созданного в 

Калифорнийском университете в Ирвайне (University of California, 
Irvine): http://archive.ics.uci.edu/ml/datasets/Dermatology

15. Классификация семей при устройстве в детский сад
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Исходные данные загрузить из репозитория UCI, создан-
ного в Калифорнийском университете в Ирвайне (University of 
California, Irvine): http://archive.ics.uci.edu/ml/datasets/Nursery

16. Оценка качества работы ассистентов преподавателей
Исходные данные загрузить из репозитория UCI, создан-

ного в Калифорнийском университете в Ирвайне (University 
of California, Irvine): http://archive.ics.uci.edu/ml/datasets/
Teaching+Assistant+Evaluation

17. Классификация анкет на выдачу кредитной карточки
Исходные данные загрузить из репозитория UCI, создан-

ного в Калифорнийском университете в Ирвайне (University of 
California, Irvine): http://archive.ics.uci.edu /ml/datasets/Statlog+%2
8Australian+Credit+Approval%29

18. Диагностика гепатита
Исходные данные загрузить из репозитория UCI, создан-

ного в Калифорнийском университете в Ирвайне (University of 
California, Irvine): http://archive.ics.uci.edu/ml/datasets/Hepatitis

19. Диагностирование «коликов» (резкая боль в желудке) 
у лошадей

Исходные данные загрузить из репозитория UCI, создан-
ного в Калифорнийском университете в Ирвайне (University of 
California, Irvine): http://archive.ics.uci.edu/ml/datasets/Horse+Colic

20. Диагностика бобов на предмет заболевания
Исходные данные загрузить из репозитория UCI, создан-

ного в Калифорнийском университете в Ирвайне (University 
of California, Irvine): http://archive.ics.uci.edu/ml/datasets/
Soybean+%28Large%29
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